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Streszczenie

W niniejszej rozprawie przedstawiono tworzenie narzedzia ~Statystycznego
wykorzystywanego w analizach jakosciowych, w obszarach produkcji chemicznej,
z wykorzystaniem jedynie standardowego oprogramowania i komputera biurowego.

Opisano uczenie maszynowe oraz przyklady jego zastosowanie w obszarze technologii
chemicznej tacznie z rysem historycznym. Przedstawiono powszechnie stosowane modele
klasyfikacji binarnej, takie jak regresja logistyczna, losowy las decyzyjny, drzewa klasyfikacji
i inne. Metode wykorzystang w niniejszych badaniach (algorytm naiwnego klasyfikatora
Bayesa) opisano szerzej oraz zilustrowano ja przyktadem. Przytoczono sposoby oceny
skutecznosci dziatania klasyfikatoréw binarnych wykorzystujace tablice pomytek.

W zwigzku z wdrozeniowym charakterem badan opisany zostal proces produkcji
artykutow chemii gospodarczej. Polegatl on na wytwarzaniu ptynnych srodkéw czystosci na
bazie roztworéw wodnych W modelu szarzowym. Zwrocono uwage na zarzadzanie jakoscia
w zakladzie wytworczym (normy ISO), ktorej celem bylo zapewnienie, ze wyroby
wprowadzane na rynek sa zgodne z deklaracjami producenta oraz obowigzujagcymi normami
prawnymi. Uwzgledniony zostal aspekt finansowy (kosztochtonno$ci) utrzymania
laboratorium fizykochemicznego, ktory sktadat sie z wydatkow na materialy zuzywalne
(np. odczynniki, pipety, rekawiczki) oraz zatrudnienie wykwalifikowanego personelu. Praca
badawcza zostata podje¢ta w ramach dziatan ciggtego doskonalenia procesu produkcyjnego oraz
optymalizacji kosztow wytwarzania w przemysle chemicznym. Dazyty one ku zapewnieniu
odpowiedniej marzowosci produktu oraz konkurencyjnej ceny dla konsumenta. Dziatania te
byly szczegdlnie istotne w kontekscie presji inflacyjnej wywotanej pandemig COVID-19 oraz
sytuacjg geopolityczng w Europie.

W czesci eksperymentalnej, w pierwszej fazie przeanalizowano proces wytworczy 0raz
technologiczny realizowany u wspotpracujacego przedsigbiorcy. Ustalone zostaly wymagania
stawiane opracowywanemu narzedziu oraz kryteria sukcesu. Wyszczeg6élnione zostato
kryterium badawcze (narzedzie klasyfikujace osigga doktadnos$¢ lepsza niz losowa) oraz
kryterium wdrozeniowe (doktadno$¢ przypisania klasy na poziomie minimum 95%). Opisano
dziatanie stworzonej aplikacji oraz wbudowane funkcje, ktorych celem byto wypetnienie
wymagan postawionych w poprzedzajacym etapie. Klasyfikator wyposazono w szereg

parametrow, ktére moga by¢ modyfikowane przez uzytkownika.
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Drugim etapem cze$ci eksperymentalnej byta optymalizacja dzialania algorytmu uczenia
maszynowego (tzw. trenowanie). W pierwszej kolejnosci zostal ustalony ogdlny punkt
odniesienia — ustawienia referencyjne. Nastepnie kazdy parametr algorytmu byl iteracyjnie
modyfikowany w celu zbadania charakterystyki jego wplywu na jakos¢ klasyfikacji.
W kolejnym kroku wysterowano wszystkie argumenty jednoczesnie, przy uzyciu tych nastaw,
dla ktorych uprzednio uzyskano najlepsze wartosci doktadnosci oraz wspotczynnika korelacji.
Ostatnim krokiem bylo zbadanie mozliwo$ci ograniczenia liczby analiz fizykochemicznych,
w ktorych zuzywane sg materiaty jednorazowe oraz odczynniki.

Udowodniono, ze jest mozliwe opracowanie narz¢dzia wykorzystujacego model uczenia
maszynowego, pracujacego na komputerze osobistym, stworzonego przy uzyciu
oprogramowania biurowego Microsoft Office. Potwierdzono mozliwosci wykorzystania
narzedzi statystycznych w kontroli jako$ci w przemysle chemicznym (cel badawczy pracy
doktorskiej). Doktadnos¢ opracowanego narzedzia klasyfikujacego byta wigksza od 50% — tym
samym lepsza od przypisania losowego. Zostat osiggniety wymagany do wdrozenia poziom
doktadnosci (minimum 95%), przy jednoczesnym zachowaniu Kryterium przyznania ocen
probkom ze zbioru treningowego (minimum 80%). W populacji testow osiagni¢ta najmniejsza
doktadno$¢ wyniosta 97,85%. Prace optymalizacyjne wykazaty, ze liczba kosztochtonnych
badan fizykochemicznych moze zosta¢ zredukowana, co dodatkowo moze wplynaé na
zwigkszenie bezpieczenstwa personelu laboratoryjnego.

W toku prac badawczych wykazano, Ze korekcje matematyczne nie przyniosty
pozadanych efektow. Niwelowanie wpltywu braku wystgpien obserwacji (wygladzenia
Laplace’a) spowodowalo znaczny pogorszenie wskaznikow jakosci klasyfikacji. Nie
zaobserwowano réwniez znaczacych zmian w metrykach przy zastosowaniu dyskretyzacji
zmiennych rzeczywisty w oparciu o odchylenie standardowe.

W przedstawionej rozprawie doktorskiej udowodniono, ze jest mozliwe zbudowanie
algorytmu uczenia maszynowego z wykorzystaniem standardowego oprogramowania
(Microsoft Office) oraz komputera biurowego. Aplikacja spelnita wymogi, aby
uzyska¢ potencjal wdrozeniowy w zaktadzie wytworczym przemyshu chemicznego RecKkitt
Benckiser Production (Poland) sp. z 0.0. Doktadnos¢ klasyfikacji osiagneta poziom 99,85%,
a wspotczynnik korelacji 0,9758. Omdwiono parametry sterujgce algorytmem oraz ich wptyw
na skuteczno$¢ oznaczenia klasy. Reasumujac, uwidoczniono sposobno$¢ zastosowania
uczenia maszynowego w technologii produkcji ptynnych $rodkoéw czystosci oraz
udowodniono, Ze jego opracowanie nie wymaga specjalistycznych narzedzi komputerowych.

Mozliwe jest jego wykorzystanie w powszechnych procesach produkcyjnych srodkéw chemii
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gospodarczej, zmniejszajac koszty zwigzane z utrzymaniem laboratorium kontroli jakosci. Tym
samym optymalizacja dziatan inzynierow chemikow rozszerza si¢ 0 modelowanie
matematyczne catego zakresu wykonywanych zadan w przemysle chemicznym, nie za$ jedynie

na pojedynczych metodach fizykochemicznych.

Slowa Kkluczowe: uczenie maszynowe, naiwny klasyfikator Bayesa, klasyfikacja binarna,
przemyst chemiczny, kontrola jakosci w przemysle chemicznym, technologia produkcji

srodkow chemii gospodarczej



Abstract

This dissertation presents the creation of statistical tools in quality control analysis, in
household chemicals manufacturing industry, using standard software and an office computer.

Machine learning and examples of its application in the field of chemical engineering are
described including a historical overview. Commonly used binary classification models such
as logistic regression, random decision forest, classification trees and others are presented.
The method used in this study (naive Bayes classifier algorithm) is described in more detail and
illustrated with an example. Ways of evaluating the performance of binary classifiers using
a confusion table are cited.

Due to the implementation nature of the research, the process of manufacturing
housekeeping chemicals was described. It consisted of manufacturing liquid cleaning products
based on aqueous solutions in a batch model. Attention was paid to quality management at the
manufacturing plant (ISO standards), the purpose of which was to ensure that the products
placed on the market comply with the manufacturer's declarations and applicable legal
standards. Consideration was given to the financial aspect (cost intensity) of maintaining
a physicochemical laboratory, which consisted of expenditures for consumables (e.g. reagents,
pipettes, gloves) and with the employment of qualified personnel. The research work was
undertaken as part of efforts to continuously improve the production process of household
chemicals and optimize manufacturing costs in chemical industry. They sought to ensure
adequate product margins and a competitive price for the consumer. These activities were
particularly important in the context of inflationary pressures caused by the COVID-19
pandemic and the geopolitical situation in Europe.

In the experimental part, the first phase analyzed the manufacturing process carried out
at the cooperating entrepreneur. The requirements for the tool under development and
the success criteria were established. A research criterion (the classifier tool achieves accuracy
better than random) and an implementation criterion (class assignment accuracy of at least 95%)
were specified. The operation of the created application was described, as well as its functions
aimed at fulfilling the requirements set in the preceding stage. The classifier is equipped with
a number of parameters that can be modified by the user.
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The second stage of the experimental part was to optimize the performance of the machine
learning algorithm (known as training). First, a general benchmark - reference settings - was
established. Then each parameter of the algorithm was iteratively modified to study
the characteristics of its effect on the quality of classification. In the next step, all arguments
were set off simultaneously, using those settings for which the best values of accuracy and
correlation coefficient were previously obtained. The final step was to investigate the possibility
of reducing the number of physicochemical analyses that use disposable materials and reagents.

It was proved that it is possible to develop a tool using a machine learning model, working
on a personal computer, created using Microsoft Office software. It was confirmed that it is
possible to use statistical tools in quality control analysis, in production areas (the research goal
of the doctoral thesis). The accuracy of the developed classifier tool was greater than 50% -
thus better than random assignment. The level of accuracy required for implementation was
achieved (a minimum of 95%), while maintaining the criterion for assigning classes to samples
from the training set (a minimum of 80%). In the test population, the lowest accuracy achieved
was 97.85%. The optimization work showed that the number of cost-intensive physical-
chemical tests can be reduced, which can further improve the safety of laboratory personnel.

The research work showed that mathematical corrections did not have the desired effect.
Leveling the effect of the absence of occurrences of observations (Laplace smoothing) resulted
in a significant deterioration of classification quality indicators. Also, no significant changes in
metrics were observed when using standard deviation-based discretization of real variables.

The presented dissertation proved that it is possible to build a machine learning algorithm
using standard software (Microsoft Office) and an office computer. The application met the
requirements to achieve implementation potential in a manufacturing plant of Reckitt Benckiser
Production (Poland). Classification accuracy reached 99.85%, and the correlation coefficient
reached 0.9758. The parameters controlling the algorithm and their impact on the effectiveness
of class determination were discussed. In summary, the capabilities of machine learning tools
were learned and proved that their application does not require specialized computer tools and
can be used in standard manufacturing processes of liquids household products, reducing the
costs associated with maintaining a quality control laboratory. Thus, the optimization of the
activities of chemical engineers expands to incorporate mathematical modeling of the entire

range of work to be performed, rather than merely on isolated physicochemical methods.

Keywords: machine learning, naive Bayes classifier, binary classification, chemical industry,

quality control in chemical industry, production technology of household chemicals
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1. Uklad pracy

Przedstawiona rozprawa doktorska zawiera szes¢ przedmiotowych rozdziatow: Wstep,
Przeglad literatury, Cze$¢ eksperymentalng, Wyniki badan, Dyskusj¢ wynikow oraz Wnioski.

Wstep (Rozdziat 3) stanowi tlo i krotkie wprowadzenie w tematyke niniejszej rozprawy.
Przedstawiono trendy globalizacji, zwigkszenia kompleksowosci oraz cyfryzacji, ktore
obserwuje si¢ w przemysle. Na zakonczenie tego rozdzialu sformutowano cel pracy.

W Przegladzie literatury (Rozdziat 4) przedstawiono aktualny stan wiedzy w obszarach
podjetych w rozprawie. Oméwiono dziedzing uczenia maszynowego, rys historyczny oraz
zastosowanie tejze dziedziny w obszarze technologii chemicznej. Przedstawiono modele
Klasyfikacji binarnej wraz z metodami oceny ich jakosci. W zwiazku z wdrozeniowym
charakterem pracy badawczej, opisano typ procesu produkcyjnego s$rodkéw chemii
gospodarczej, ktory byt realizowany w zaktadzie wytworczym Reckitt Benckiser Production
(Poland), a ktorego praca dotyczy.

W CzeSci eksperymentalnej przedstawiono wytanianie koncepcji narzedzia
statystycznego wraz z wymaganiami stawianymi przedmiotowi wdrozenia (Rozdziat 5.2).
W Rozdziale 5.3 pokazano interfejs graficzny oraz opisano funkcje opracowanej aplikacji.
Omowiono przyjety model testowania Klasyfikacji (Rozdziat 5.4), tzw. trenowania algorytmu.

Rozdziat 6 Wyniki badan, zawiera rezultaty przeprowadzonych badan. Opisano realizacj¢
modelu testowania. Oméwiono wyniki, czyli zalezno$ci pomiedzy modyfikacja parametrow
sterujagcych algorytmem, a jakoscig klasyfikacji. Przedstawiono optymalne warto$ci nastaw.
Zaproponowano redukcje liczby analiz fizykochemicznych wykonywanych w ramach kontroli
wytwarzanych produktow.

Rozdzial 7 poswiecono dyskusji otrzymanych wynikow.

W ostatnim rozdziale przedmiotowym (Rozdziat 8), przedstawiono wnioski, jakie

sformutowano w oparciu o wyniki przeprowadzonych prac badawczych.
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2. Spis skrotow

ABS — kwas alkilobenzenosulfonowy

ACC — (ang. accuracy) doktadnos¢

ACCwmax — maksymalna warto$¢ doktadnosci (ACC) uzyskana w analizowanej grupie testow

ACCmIN — minimalna warto$¢ doktadnosci (ACC) uzyskana w analizowanej grupie testow

AFM — (ang. Atomic Force Microscopy) mikroskopia sit elektronowych

AN — (ang. Actual Negative) liczba probek w zbiorze treningowym z etykiete negatywng

AP — (ang. Actual Positive) liczba probek w zbiorze treningowym z etykiete pozytywna

ASR — wskaznik jaka cze$¢ probek z dostepnych do klasyfikacji w zbiorze treningowym
otrzymata klas¢ wyrazany w procentach

ASRmax — maksymalna warto$¢ wskaznika ASR uzyskana w analizowanej grupie testow

ASRmIN  — minimalna warto$¢ wskaznika ASR uzyskana w analizowanej grupie testow

DZPR  — wskaznik jakosci produkcji: dobre za pierwszym razem

EM — (ang. Electron Microscopy) mikroskopia elektronowa

EOG — Europejski Obszar Gospodarczy

EWD — (ang. Equal Width Discretization) dyskretyzacja na rowne przedziaty

Fl-score — $rednia harmoniczna precyzji i czutosci

FMCG - (ang. Fast Moving Consumer Goods) wyroby szybkozbywalne

FMEA - (ang. Failure Mode Effective Analysis) analiza ryzyk, przyczyn i skutkow

FN — (ang. False Negative) liczba klasyfikacji fatszywie negatywnych

FNR — (ang. False Negative Rate) czgstos$¢ fatszywych odkry¢

FP — (ang. False Positive) liczba klasyfikacji fatszywie pozytywnych

FPR — (ang. False Positive Rate) czestos¢ fatszywych alarmow

FPRmax — maksymalna warto$¢ czestosci falszywych alarmow (FPR) uzyskana

w analizowanej grupie testow
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FPRmin  — minimalna warto$¢ czestosci fatszywych alarmow (FPR) uzyskana w analizowanej
grupie testow

ISO — (ang. International Standards Organization) mi¢dzynarodowa organizacja
normalizacyjna

kNN — (ang. k-Nearest Neighbors) algorytm k-najblizszych sasiadow

MCC — (ang. Matthews Correlation Coefficient) wspotczynnik korelacji Matthewsa

MCCwmax — maksymalna warto$¢ wspotczynnika korelacji Matthewsa (MCC) uzyskana
w analizowanej grupie testow

MCCwmin — minimalna warto$¢ wspotczynnika korelacji Matthewsa (MCC) uzyskana
w analizowanej grupie testow

MS — (ang. Mass Spectrometry) spektroskopia mas

NMR — (ang. Nuclear Magnetic Resonance) magnetyczny rezonans jadrowy

oTC — (ang. Over The Counter) leki sprzedawane bez recepty

PDCA  — (ang. Plan, Do, Check, Act) cykl ciggtego doskonalenia, cykl Deminga

PN — (ang. Predicted Negative) liczba probek zaklasyfikowanych jako negatywne

PP — (ang. Predicted Positive) liczba probek zaklasyfikowanych jako pozytywne

PPV — (ang. Positive Predicted Value) precyzja pozytywna

ROC — (ang. Receiver Operating Characteristic) graficzna reprezentacja efektywnosci
modelu predykcyjnego poprzez wykreslenie charakterystyki jakosciowe;j
klasyfikatorow binarnych

SLES — anionowy zwigzek powierzchniowo czynny (Sodium laureth sulfate)

SZ7 — System Zarzadzania Jakoscia

TN — (ang. True Negative) liczba klasyfikacji prawdziwie negatywnych

TNR — (ang. True Negative Rate) specyficznosc¢

TP — (ang. True Positive) liczba klasyfikacji prawdziwie pozytywnych

TPR — (ang. True Positive Rate) czutos¢

TPRmax — maksymalna warto$¢ czutosci (TPR) uzyskana w analizowanej grupie testow

TPRmiIN  — minimalna warto$¢ czutos$ci (TPR) uzyskana w analizowanej grupie testow

VBA — (ang. Visual Basic for Applications) jezyk programowania wbudowany w aplikacje
pakietu Microsoft Office

VUCA - (ang. Volatility, Uncertainty, Complexity and Ambiguity) okreslenia stosowane do

opisywania gospodarki: zmiennos$¢, niepewnos¢, ztozonos¢, niejednoznacznosé
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3. Wstep

Obecnie zachodzgca transformacja technologiczna i organizacyjna przedsigbiorstw
okreslana jest jako czwarta rewolucja przemystowa lub Przemyst 4.0 (ang. Industry 4.0).
Od lat 70. XX wieku zachodzi zmiana organizacji produkcji w gospodarce. Obserwuje sig,
ze firmy przeksztalcaja si¢ w wielonarodowe koncerny, potaczone skomplikowanym
tancuchem dostaw (np. BASF, Merck, Dupont, 3M). Intuicyjnie postrzega si¢, ze wraz
Z procesem globalizacji podaza standaryzacja. W rzeczywistosci, chociaz globalizacja
sprawila, ze niemal na catym §wiecie dostepne sa jednorodne towary, roznice migdzy fabrykami
(procesami produkcyjnymi) nie tylko utrzymywaty sie, ale takze poglebily. Konkurencyjnosc¢
(wynikajaca z globalnego rynku) oraz duze skomplikowanie proceséw (prowadzenie operacji
w wielu panstwach) sprawito, ze firmy poszukujg rozwigzan w narz¢dziach komputerowych.
Aspektami, ktore przemawiajg za cyfryzacja sa: niskie koszty, szybkie efekty, przejrzystosé
dziatania oraz niezawodnos¢ [1-4].

Obserwowany jest wzrost liczby oferowanych artykutow wytwarzanych przez firmy
produkcyjnie. Ma on swoje zrodto w zwiekszonej konkurencji, globalizacji, rosnacej liczbie
klientow oraz popycie na unikalne wyroby (np. mozliwos¢ personalizacji) [5,6]. Przyktadem
tego zjawiska jest dunski producent klockow dla dzieci — LEGO. W latach 1997-2004 firma
podwoita liczbg unikalnych klockoéw do ponad 12 000. Wkroczyta ona takze na nowe obszary,
takie jak gry komputerowe, odziez dziecigca i parki tematyczne. Wraz ze wzrostem
roéznorodno$ci produktow zwickszylto sie skomplikowanie proceséw operacyjnych LEGO [6].
Analogiczny trend obserwowany jest takze w kategoriach elektroniki uzytkowej, srodkow
czystosci, farmaceutykoéw czy zywnosci [6-8].

Nierozlagcznym elementem procesow wytworczych w przemysle chemicznym jest
kontrola jako$ci. Ma ona miejsce na kazdym etapie produkcji. Kontrolowane s3 materiaty
dostarczane przez dostawcow, potprodukty oraz wyroby gotowe. Obowigzek zapewnienia, ze
dany wyrdb spelnia zakresy prezentowanej specyfikacji pochodzi z trzech zrédel: wymogdéw
prawnych, oczekiwan klientdéw oraz wewnetrznych regulacji producenta. Wraz ze wzrostem

liczby wytwarzanych artykutow rosnie liczba wymaganych kontroli i analiz laboratoryjnych.
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Tak wigc obserwowane jest zwigkszone zapotrzebowanie na wysoko wykwalifikowany
personel. Rosng takze koszty realizacji kontroli jakosci w fabrykach (np. zwigkszenie zuzycia
odczynnikow laboratoryjnych) [8-12].

Transformacja przemystu, w ramach dgzenia producentow ku Przemystowi 4.0, skupia
si¢ na robotyzacji parku maszynowego oraz cyfryzacji procesOw produkcyjnych. Istotne sg
réwniez dziatania takie jak akwizycja i analiza danych, ktore stuza do podejmowania decyzji
biznesowych na dowodach empirycznych [1,8,13]. Szeroka dostepnos¢ komputerow oraz
gwattowny rozwo6j nauk informacyjnych (np. uczenie maszynowe, sztuczna inteligencja)
otwiera nowe mozliwosci cyfryzacji elementéw procesow produkcyjnych. Komputery osobiste
(laptopy), ktére czesto sg podstawowym wyposazenia stanowiska specjalisty, posiadaja
odpowiednie parametry i narzedzia do analizy danych i automatyzacji procesoéw. Decyzje, ktore
wczesniej podejmowatl czlowiek na bazie wyksztalcenia oraz wieloletniego doswiadczenia
mogg zosta¢ sprowadzone do algorytméw ucznia maszynowego. Tak wiec droga do
optymalizacji procesow produkcyjnych w fabrykach jest cyfryzacja i automatyzacja, nawet
w tak kluczowej dziedzinie jak kontrola jako$ci [9,14-18].

Nieodtaczng rolg inzynierow chemikéw jest projektowanie stanowisk laboratoryjnych,
opracowywanie metod oraz zakresow eksperymentoéw. Standaryzacja oraz optymalizacja
dziatan w laboratorium fizykochemicznym wymaga doglebnego zrozumienia przedmiotu
badan oraz celu ich wykonywania. W nowoczesnych laboratoriach automatyzacja ma szerokie
zastosowanie, wykorzystywane sa np. podajniki probek, aparaty miareczkujace, reaktory
badawcze. Projektowanie i tworzenie nowoczesnego stanowiska chemicznego w oparciu
0 najnowszg wiedz¢ prowadzi do integracji chemii, automatyki oraz informatyki.
Obserwowany jest bezprecedensowy wzrost zastosowania modeli matematycznych (uczenie
maszynowe, sztuczna inteligencja) w tradycyjnych dyscyplinach naukowych i inzynieryjnych.
Wigksza dostepnos¢ oprogramowania i1 narzedzi sprzgtowych do wdrazania sztucznej
inteligencji zmniejszyta bariery w stosowaniu jej w badaniach chemicznych. Ponadto wielu
badaczy nauczylo si¢ technik generowania i obstugi danych, ktore nastepnie analizuja

z wykorzystaniem nowoczesnych algorytméw uczenia maszynowego [19-22].
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3.1. Cel pracy

Uczenie maszynowe oraz sztuczna inteligencja sg narzedziami, ktore zyskujg coraz
wigksze uznanie i zastosowanie w wielu dziedzinach nauki i zycia codziennego. Rozwigzania
te wymagaja nowoczesnego oprogramowania komputerowego, zakupu licencji oraz
odpowiednich zasobow obliczeniowych. Powstaje wigc przeszkoda, ktora czg¢sto uniemozliwia
zastosowanie technologii z kategorii uczenia maszynowego w projektach rozwojowych
np. w zaktadach przemystu chemicznego. Z jednej strony teoria Bayesa cieszy si¢
powszechnym zastosowaniem w narzgdziach np. do odfiltrowywania spamu czy szacowania
zdolnosci kredytowej. Z drugiej strony istnieje jednak zauwazalny brak tego typu narzedzi
w procesach oceny jakosci (fizykochemicznej) produktow w trakcie procesu produkcyjnego.
Najwazniejsza tezg niniejszej pracy jest stwierdzenie, ze mozliwe jest opracowanie narzedzia
pracujacego na komputerze 0sobistym, stworzonego przy uzyciu oprogramowania biurowego
Microsoft Office oraz wykorzystujacego algorytm uczenia maszynowego — naiwny klasyfikator
Baysa, w celu predykeji wynikéw klasyfikacji probek produktu w ramach kontroli jako$ciowej
w przemysle chemicznym (wytwarzanie ptynnych artykutow chemii gospodarczej). Cel pracy

to opracowanie takiego narzedzia 1 udowodnienie postawionej tezy.
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4. Przeglad literatury

W tej czesci rozprawy dokonano przegladu literaturowego obecnego stanu wiedzy na
temat uczenia maszynowego z uwzglgdnieniem klasyfikatorow binarnych. Przedstawiono
zarys historyczny wykorzystania modeli predykcyjnych w technologii chemicznej, ktory
uzupetniono przyktadami zastosowan. W nawigzaniu do wdrozeniowego charakteru tematyki
badawczej opisany zostat model produkcji seryjnej (ang. batch manufacturing) w przemysle
chemicznym oraz istot¢ zarzadzania jakoScia w procesie wytworczym artykutdéw chemii
gospodarczej. Zreferowane zostaly podstawowe algorytmy klasyfikacji binarnej oraz
technologie uzywane do jej wdrozenia. W podsumowaniu uwypuklone zostaty gtdwne wnioski

wynikajace z badan literaturowych.

4.1. Definicja uczenia maszynowego

W nauce istnieja pojecia, ktore sa intuicyjnie rozumiane oraz Szeroko stosowane
w praktyce, pomimo Ze nie posiadaja skonczonej i wyczerpujacej definicji. Przyktadem takiego
przypadku jest wirus, odnosnie do ktorego ciggle nie istnieje konsensus naukowy, czy owe
indywiduum biologiczne nalezy do $wiata organizmow zyjacych, czy tez nie [23]. Pojecie
uczenia maszynowego rowniez zalicza si¢ do takiej kategorii poje¢¢, poniewaz istnieje wiele
teorii oraz towarzyszacych im definicji, ktorych celem jest zdefiniowanie, co zawiera si¢
w zakresie procesow i rozwigzan, ktore kryja si¢ pod parasolem pojeciowym uczenia
maszynowego (ang. machine learning) [24-26].

Sztuczna inteligencja (ang. artificial intelligence) jest obszarem badan w dziedzinach
nauk podstawowych i wdrozeniowych, ktorych celem jest stworzenie maszyny imitujacej
inteligencj¢ cztowieka [26,27]. W owym obszarze wydzielony zostal podobszar, ktory zajmuje
si¢ wykreowaniem u maszyn zdolnosci do rozwigzywania szczegotowego problemu — uczenie
maszynowe. Kolejnym wyodrebnionym podzakresem jest uczenie gl¢bokie (ang. deep
learning) [28]. Najwyzszy obszar skupia w sobie calo$¢ dziatan, ktore opracowuja

odpowiednik inteligencji ludzkiej badz jej fragmenty. Dwa nizsze poziomy skupiaja prace
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majace na celu stworzenie narzedzi rozwigzujacych zdefiniowany problem (np. wygranie
z czlowiekiem w warcaby) [24,29]. Uczenie glgbokie zostalo wydzielone, poniewaz
W przeciwienstwie do konwencjonalnego (nadzorowanego) uczenia maszynowego w danych,
ktore stuzg do trenowania algorytmow nie muszg by¢ zdefiniowane oraz oznaczone wzorce.
Algorytmy te sa tworzone w taki sposob by same wykrywaty schematy w zbiorze danych
pierwotnych [30]. Na Rysunku 4.1 przedstawiono koncepcje wspoélzaleznosci pomiedzy

sztuczng inteligencja, uczeniem maszynowym oraz uczeniem gtebokim [31].

Sztuczna
inteligencja

Uczenie
maszynowe

Uczenie
glebokie

Rysunek 4.1. Diagram ilustrujacy obszary sztucznej inteligencji [31].

W najnowszej literaturze ukucie pojecia uczenia maszynowego oraz powszechnie
stosowanej definicji (,,zdolnos¢ komputerow do uczenia si¢ bez programowania nowych
umiejetnosci wprost™) przypisuje si¢ Arthurowi Samuelowi z firmy IBM, ktory w 1959 roku
udowodnit, Ze program komputerowy moze wygra¢ z cztowiekiem w warcaby [32].

W klasycznym rozumieniu uczenie maszynowe s3a t0 narzedzia (szczegblnie
oprogramowanie), ktorych zadaniem jest rozwigzanie zdefiniowanego problemu. Sg one
tworzone w taki sposob, aby mogly si¢ dostraja¢ do danych, ktore przetwarzajg. Jednak,
niezbedny jest proces uczenia (trenowania), aby algorytm uzyskal zdolnosci predykcyjne.
Polega on na iteracyjnej analizie danych, ktérym towarzyszg przypisane, pozadane odpowiedzi
algorytmu tzw. etykiety. Dzigki takiej strukturze danych na etapie trenowania mozliwe jest
poréwnanie Wynikoéw obliczen modelu z rzeczywistg wartoscig. Jezeli wskazniki oceniajace
wilasnosci predykcyjne algorytmu sa niezadowalajace to nastgpuje korekcja parametrow
sterujacych. Proces ten jest powtarzany, az do uzyskania pozadanych warto$ci wskaznikow
[27,33-35]. W zwigzku z tym, ze dane wejSciowe sg inicjalnie przygotowywane poprzez
przypisywanie im odpowiednich etykiet, ten rodzaj algorytméw nazywany jest roOwniez

22



uczeniem maszynowym nadzorowanym, gdzie opracowanie danych najczesciej wykonywane
jest przez cztowieka [36]. Rysunek 4.2. przedstawia proces trenowania algorytmu, w ktorym
nadzorca przypisuje etykiety do danych wejsciowych oraz ustawia odpowiednie parametry
sterujgce algorytmem. Walidacja jest procesem porOwnania etykiet przypisanych przez

cztowieka z predykcjg algorytmu, na podstawie ktorego nadzorca koryguje parametry sterujace.

Nadzorca <

Dane treningowe

{ U

Etykiety (pozadana ; Walidacja

Dane wejSciowe

odpowicedz) :
\ 4 i T
Parametry sterujace . .
! Y A —> Algorytm r g Procesowanie —> Predykcja
algorytmem

Rysunek 4.2. Schemat blokowy procesu trenowania algorytmu w modelu nadzorowanego
uczenia maszynowego [36].

W zwiazku z faktem, ze skuteczno$¢ procesu uczenia jest proporcjonalna do ilosci danych
w zbiorze treningowym, to nadzorowane uczenie maszynowe jest tatwo aplikowalne
w zagadnieniach badawczych, ktore posiadaja juz odpowiednie bazy danych z etykietami
[37,38]. Przyktadami takich zbioréw danych sa: bazy dokumentoéw tekstowych z przypisanymi
im Klasami; bazy pacjentow z objawami oraz przypisanymi im jednostkami chorobowymi.
W pierwszym przyktadzie algorytm jest trenowany na podstawie analizy stéw w dokumencie
oraz przypisanej do niego Kklasy, dzieki czemu zyskuje zdolnos¢ klasyfikowania nowych
dokumentéw wptywajacych do bazy. Kadhim [39] uzyskat sredni stopien zgodnosci predykcji
z wartoécig rzeczywista powyzej 80%. W drugim przyktadzie uczenie maszynowe jest
wykorzystywane do diagnozowanie pacjentow. Cyfrowe bazy danych zawierajgce
ustrukturyzowane informacje o pacjencie, jego objawach oraz zdiagnozowanej chorobie
wykorzystywane sa do trenowania modeli, ktore uzyskuja zdolnosci diagnozowania nowych
pacjentow [40]. Jan wraz z zespotem [41] uzyskal stopien zgodnosci predykcji z diagnoza
rzeczywista wynoszacy od 92% do 98%. Posiadanie odpowiednich baz danych skraca proces
badawczy oraz znaczaco wplywa na jako$¢ otrzymanych wynikéw [40,42,43]. Zespot
badawczy moze zwrdci¢ szczegblng uwage na opracowywanie algorytmu oraz
optymalizowanie jego predykcji, zamiast poswigcac czas na przygotowanie zbioréw danych.

Modele nadzorowanego uczenia maszynowego przyporzadkowuje si¢ do dwoch
glownych kategorii: regresji oraz klasyfikacji [44-46]. Modele regresji (liniowej oraz
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wielozmiennej) zwracaja zmienng zalezng, ktoéra przyjmuje wartosci ze zbioru liczb
rzeczywistych. Modele te wykorzystywane sag w Sytuacjach, w ktorych istotna jest doktadna
wartos¢ predykcji [44,45,47,48], np. przewidywanie cen akcji na gieldzie, popytu (wielkoSci
sprzedazy), cen nieruchomosci, wartosci kursu walutowego. Modele klasyfikacji zwracaja
zmienng zalezng, ktora przyjmuje wartosci dyskretne, czyli przypisuje dang obserwacje do
klasy lub kategorii. Modele te sg stosowane w Sytuacjach, w ktorych grupowanie obserwacji
jest wystarczajace [39,44,49-51], np. ocena czy wiadomos¢ e-mail nalezy oznaczy¢ jako spam,
ocena zdolnos$ci kredytowej wnioskujgcego, grupowanie konsumentow na bazie ich zachowan,

kategoryzacja dokumentow tekstowych.

4.2. Uczenia maszynowego stosowane w inzynierii chemicznej

Uczenie maszynowe moze mie¢ zastosowanie w wielu dziedzinach. Synchronicznie
z postepujacym rozwojem technologii komputerowej oraz nauk informacyjnych wydzielita si¢
interdyscyplinarna dziedzina okreslana jako chemoinformatyka [52], co oznacza, ze cze$¢
badan laboratoryjnych (empirycznych) zostata zastapiona symulacjami komputerowymi —

badania in silico (pol. w krzemie; jako analogia do termin6éw in vitro, in vivo).

4.2.1. Tlo historyczne

Pomimo, Ze uczenie maszynowe jest wzglednie mtodym obszarem nauki, to jego
zastosowanie w obszarach inzynierii chemicznej ma dilugg histori¢ — ponad
sze$édziesiecioletnig. Juz w 1960 roku na tamach Science ukazat si¢ artykul, referujacy
wykorzystanie kart perforowanych IBM do odnajdowania i sortowania struktur zwigzkow
chemicznych [53]. Natomiast w 1969 roku ukazata si¢ praca pokazujgca wykorzystanie
»,maszyn uczacych si¢” oraz modelu uczenia maszynowego w celu okreslania wzoru
czasteczkowego na podstawie widma ze spektrometru masowego 0 niskiej rozdzielczosci.
Propozycja ta stanowita alternatywe¢ do drozszej aparatury wysokorozdzielczej [54].
Dynamiczny rozwdj techniki komputerowej oraz jej aplikacyjne mozliwosci doprowadzity do
powstania wielu narzedzi informatycznych skierowanych do rozwigzywania problemow
inzynierii chemicznej, np. opracowywanie $ciezek syntezy zwigzkow organicznych [55]:

—  SYNCHEM (rozwiniety w latach 70 XX wieku, Uniwersytet w Nowym Jorku);
— IGOR (rozwiniety w latach 80 XX wieku, Uniwersytet Techniczny w Monachium);
— CHIRON (rozwinigty w latach 80 XX wieku, Uniwersytet Montrealski).
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Na przetomie lat osiemdziesigtych i dziewigédziesiatych ubieglego wieku byly juz dostepne
prace przegladowe omawiajace dostepne modele, oprogramowanie i narzedzia, ktore mogag by¢
wykorzystane w pracach optymalizacyjnych i badawczych [56-60].

Szerokie zastosowanie informatyki (nauk informacyjnych) w inzynierii chemicznej
sprawito, ze nowy interdyscyplinarny obszar nauki zostat zdefiniowany — chemoinformatyka.
Termin ten pojawia si¢ w literaturze po raz pierwszy w 1998 roku w pracy Browna, ktory
opisuje wpltyw nauk informacyjnych w badaniach nad odkrywaniem nowych lekow [52]. Od
tamtego czasu zakres chemoinformatyki znaczaco sie zwickszyt i nie obejmuje juz jedynie
badan nad lekami, ale wtasciwie wszystkie dyscypliny chemiczne od badan podstawowych az
po przemystowe projekty aplikacyjne [61-65]. Powszechnie stosowana definicja tej dziedziny
opracowana zostata przez Johanna Gasteigera — chemoinformatyka to ogolne uzycie
informatyki do rozwigzywania probleméw chemicznych [65]. Dziedzina ta posiada czgsto
cytowane recenzowane czasopisma, takie jak: Journal of Chemical Information and Modeling
(IF2021 = 6,162 [66]), Journal of Cheminformatics (IF2020 = 5,514 [67]), Molecular Informatics
(IF2021 = 4,050 [68]). Najnowsza literatura stuzy badaczom juz nie tylko przyktadami
zastosowania uczenia maszynowego W chemii, czy pracami przegladowymi, ale rowniez
artykutami, ktére omawiajg wytyczne, wspoOlczesnie najlepsze praktyki wykorzystywane
w tego rodzaju badaniach oraz przyktady projektow realizowanych w przemysle [69-73].

4.2.2. Przyklady zastosowania uczenia maszynowego

Zastosowanie uczenia maszynowego jest obecnie przedmiotem intensywnych badan,
liczba dostepnych publikacji (z dnia 16 kwietnia 2023 roku wyszukiwarka Google Scholar dla
frazy ,,machine+learning+chemistry” zwraca ponad dwa i pot miliona pozycji ogotem, z czego
niespetna dwadzie$cia tysigcy jest datowanych na ostatnie pig¢ lat). Sprawia to, ze w celach
przegladowych, mozliwe jest jedynie wylonienie kilku glownych obszarow badawczych

stosowanych w technologii i inzynierii chemicznej [71]:

a) Opracowywanie nowych zwigzkéw, materialow oraz lekow.

Projektowanie lekow oraz materiatdéw charakteryzuje si¢ bardzo podobnym profilem
zagadnien, ktore musza by¢ uwzglednione podczas opracowywania danego produktu. Obie
dziedziny uwzgledniaja: wilasciwosci fizykochemiczne zwigzkow, przemystowy proces
produkcji oraz warunki uzytkowania produktu. Wszystkie te aspekty sg wspierane przez

nowoczesne narzedzia modelowania komputerowego [74,75].
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Uczenie maszynowe jest stosowane na etapie projektowaniu zwigzkéw chemicznych
w celu przyspieszenia wyboru odpowiedniego indywiduum chemicznego, optymalizacji
wynikow oraz projektowania technologii wytwarzania. Modelowanie komputerowe wspiera
identyfikacje zwigzkéw chemicznych o okre$lonych wiasciwosciach, takich jak aktywno$¢
chemiczna i biologiczna, stabilnos¢, rozpuszczalnosc, toksycznosg, struktura przestrzenna [76].
Uczenie maszynowe znajduje zastosowanie w okreslaniu whasciwosci zwigzkow chemicznych
na podstawie ich struktury chemicznej, oddziatywan przestrzennych pomiedzy atomami, czy
obecnosci grup funkcyjnych itp. [77-79] W tym celu modele uczenia maszynowego s3
trenowane na zbiorach danych zawierajacych informacje o strukturze chemicznej
I wlasciwosciach zwiazkow chemicznych [80]. Narzedzia informatyczne zyskuja uznanie
naukowcow, poniewaz pozwalajg na redukcje dtugosci trwania projektow badawczych oraz ich
kosztochtonnosci, poprzez: zawezanie liczby zwigzkow, ktore nalezy poddaé laboratoryjnym
protokotlom badawczym, predykcje wlasciwosci fizykochemicznych rozpatrywanych
zwigzkéw chemicznych, symulacje wynikow eksperymentow i1 procedur laboratoryjnych
[78,81-83], a co za$ szczegblnie tyczy si¢ lekow — redukcje liczby badan z wykorzystaniem
organizmow zywych [84—89]. Dziatania te skracajg proces opracowania technologii produkcji.

Kolejnym zagadnieniem badawczym, w ktorym wykorzystywane sg wspomniane
rozwigzania uczenia maszynowego jest konwersja i przechowywanie energii (opracowywanie
baterii). Bateria jest ztozonym potaczeniem materiatow, a jej wlasciwosci, w tym skutecznosg,
zaleza m.in. od takich proceséw jak odwracalne reakcje chemiczne i transport tadunku
pomiedzy fazami [90]. Dynamicznie rozwijajacy si¢ rynek samochodéw elektrycznych oraz
elektroniki konsumenckiej kreuje zapotrzebowanie na efektywne przechowywanie energii
elektrycznej, w zwiazku z czym zespoly badawcze na calym $wiecie pracuja nad
usprawnieniem ogniw. Ograniczenie kosztow oraz dlugosci badan laboratoryjnych znacznie
zwicksza prawdopodobienstwo komercjalizacji wynikow [82,91,92], a umozliwia to szybsze
opracowanie produktow dla konsumentow oraz zwigksza konkurencyjnosé cenows.

InZzynieria chemiczna, a W szczeg6lnosci tworzenie proceséw produkcyjnych opiera si¢
na modelowaniu oraz testowaniu rozwigzan, ktore shuzg zaprojektowaniu instalacji
produkcyjnej, zapewnieniu jako$ci produktu, zapewnieniu bezpieczenstwa i higieny pracy oraz
rentowno$ci produkcji. Dostepno$é baz danych oraz narzedzi przewidzianych procesom
produkcyjnym powoduje, ze modele uczenia maszynowego zyskujg przewage (W kwestiach
elastycznosci, doktadnosci, szybkosci) nad tradycyjnymi metodami modelowania
matematycznego i eksperymentowania [60,93,94]. A w uruchomionych fabrykach algorytmy

sztucznej inteligencji wspierajg optymalizacj¢ procesow m.in. przez sugerowanie optymalnych
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nastaw aparatury produkcyjnej (temperatury, ci$nienia, sktadu surowcowego, wartosci
przeptywow itp.) tak, aby uzyska¢ maksymalizacj¢ takich wskaznikow jak wydajnos¢, jakosé

oraz rentownos¢ [95-98].

b) Planowanie syntez zwiazkow oraz optymalizacja reakcji.

Narzedzia oraz techniki uczenia maszynowego wspomagaja inzynierow chemikoéw
W planowaniu $ciezek reakcyjnych. Ideg tego typu rozwigzan jest to, ze program na podstawie
wprowadzonej informacji 0 czasteczce (np. wzor strukturalny lub notacja SMILES)
przedstawia proponowany schemat syntezy wraz ze szczegotami poszczegolnych etapow (m.in.
potrzebne reagenty, warunki reakcji, procedury). Bazy danych takie jak SciFinder oraz Reaxys
zawierajace informacje o milionach reakcji chemicznych, stanowig zroédto danych do
opracowywania algorytmow uczenia maszynowego tworzacych schematy syntez [99,100].
Uproszczone metody zapisywania przebiegu reakcji chemicznej, takie jak notacja Lewisa, sg
wygodne do stosowania przez czlowieka, jednak nie przedstawiajg one pelnego obrazu
rzeczywisto$ci. Ponadto rosngca ilo$¢ informacji na temat czynnikéw jakie maja wptyw na
przebieg reakcji chemicznych sprawia, ze pelna analiza i uwzglednienie wszystkich
parametrow jest nie do osiagnigcia przez cztowieka. Problem ten jest niwelowany przez
zastosowanie narzedzi uczenia maszynowego, ktore sa w stanie uwzgledni¢ wszystkie dane
dostgpne w naukowych bazach danych oraz przeanalizowaé je w krotkim czasie [101-104].
Analiza danych jest rowniez wykorzystywana do optymalizacji badanej reakcji przez
odpowiedni dobor jej parametrow [105,106]. Klasyczng metodg doboru optymalnych
warunkoéw reakcji jest iteracyjna zmiana jednego parametru oraz analiza otrzymanych
wynikow, nastegpnym krokiem jest analiza kolejnego parametru reakcji — metoda ta jest
pracochlonna oraz kosztochtonna. Obecnie istniejg algorytmy uczenia maszynowego,
ktore wspierajg inzynierdéw chemikéow w optymalizowaniu reakcji poprzez predykcje

potencjalnie najlepszych warunkow [106—108].

¢) Interpretacja danych pomiarowych.

W celu zrozumienia oraz odkrywania zjawisk fizykochemicznych, naukowcy
wykorzystujg wiele roznego rodzaju aparatow badawczych. Nowoczesne techniki takie jak:
mikroskopia elektronowa (EM), mikroskopia sit elektronowych (AFM), spektroskopia mas
(MS), spektroskopia UV-VIS, magnetyczny rezonans jadrowy (NMR), techniki
wykorzystujace promieniowanie rentgenowskie, chromatografia, dostarczajg ogromnej ilo$ci

informacji. Duze wielowymiarowe zbiory danych bedgce wynikiem takich badan muszg zostac
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przetworzone 1 przeanalizowane, aby nada¢ tym danym znaczenie, sg to m.in. wyniKi
odpowiadajg danym wlasciwosciom fizykochemicznym (np. pochtanianie promieniowania
elektromagnetycznego w spektroskopii) lub parametry identyfikacyjne zwigzkow chemicznych
(np. czas retencji w chromatografii). Wytrenowane algorytmy uczenia maszynowego
wspomagaja naukowcow w identyfikacji obserwowanych zjawisk i znacznie przyspieszaja
proces analizy [109]. Narzgdzia uczenia maszynowego, moga prowadzi¢ do pehniejszego
zrozumienia otrzymywanych danych, a wiec do maksymalizacji wiedzy o procesach,
interakcjach i cechach probki [110].

Puthongkham wraz z zespotem [111] przedstawia zastosowanie uczenia maszynowego
(klasyfikacji oraz regresji) w analizach elektrochemicznych, w celu powigzania wynikow
pomiarowych (wtasciwosci elektrochemicznych) ze strukturg chemiczng badanego zwigzku.
Taka metoda jest stosowana np. w ramach badan nad ,,elektronicznym jezykiem”, ktéry mogtby
zastgpi¢ oceng sensoryczng wykonywang przez Wykfalifikowanych specjalistow w zaktadach
przemystu spozywczego [112-114]. Przyklad ten obrazuje roéwniez zapotrzebowanie
przemystu W rozwigzania interdyscyplinarne.

Uczenie maszynowe, ktore wspomaga analize danych otrzymywanych w technice
magnetycznego rezonansu jadrowego (NMR), ma na celu zaproponowanie struktury badanego
zwiazku [115,116]. Raljevi¢ wraz z zespotem [117] opracowat narzedzia, ktore na bazie danych
pochodzacych z analiz NMR przewiduje stabilnos¢ ropy naftowej. Wydobywane paliwo jest
roztworem koloidalnym, ktory zawiera wiele frakcji. Podczas przetwarzania ropy naftowej
mogg tworzy¢ si¢ agregaty oraz osady, ktore powodujg powazne problemy w procesach
przetworczych, transporcie i magazynowaniu. A zatem informacja o stabilno$ci probki jest
Kluczowa dla zaktadow produkcyjnych. Do tego momentu nie istniata jedna metoda, ktora
ocenialaby stabilno$¢ wszystkich frakcji ropy naftowe;.

Rowniez w technikach mikroskopii elektronowej oraz spektroskopii z wykorzystaniem
promieniowania rentgenowskiego istnieje wiele zastosowan algorytméw  uczenia
maszynowego. Obrazy mikroskopowe oraz obrazy natgzen widmowych pochodzacych z wielu
punktow probkowania moga przedstawia¢ rozne sktadniki chemiczne i ich zaleznosci fizyczne
(np. przestrzenne) — jest to bogate zrodto informacji o badanym materiale. Interpretacja takich
danych wymaga zaawansowanej wiedzy oraz zastosowania przeliczen statystycznych. Uczenie
maszynowe jest zdolne do klasyfikacji danego materialu oraz dostarczy¢ informacje
0 morfologii danej probki (np. ksztalt, struktura, rozmiar) [117-127].

Techniki  chromatograficzne (szeroko stosowane w przemysle chemicznym)

W potaczeniu z odpowiednim detektorem sg w stanie dostarczy¢ informacj¢ 0 sktadzie badane;j
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probki [128]. Uczenie maszynowe w tej technice ma dwa zastosowania do: predykcji czasu
retencji analitu oraz oznaczania molekul na bazie chromatogramu. Prognozowanie czasu
retencji ma na celu dobranie odpowiedniej techniki oraz jej parametrow (m.in. typ fazy
stacjonarnej, sktad fazy mobilnej) tak by uzyska¢ pozadany stopien rozktadu analitow. Im
bardzie jest ztozony sklad analizowanej probki, tym trudniejsze jest to zadanie [129].
Algorytmy uczenia maszynowego z sukcesem sg w stanie analizowa¢ zbiory danych,
dostarczajgc tym samym informacji o prognozowanym czasie retencji, tak wigc iteracyjny
eksperymentalny dobor parametrow metody jest znacznie zawezony [130-133]. Problem
Z oznaczeniem zwigzkow na bazie danych pochodzacych z chromatografu co do idei jest
analogiczny to tego napotykanego w innych technikach analitycznych — duza ilo$¢ danych oraz
naktadanie si¢ sygnatow pochodzacych od analitu. Uczenie maszynowe utatwia identyfikacje
zwigzkOw na bazie chromatogramu (analiza jakoSciowa), ale takze wspomaga oznaczenia

ilosciowe danych zwiazkow (np. usprawnianie integracji pikow) [134-137].

4.3. Metody klasyfikacji binarnej

Obecnie jest dostepny szereg narzedzi, ktore pozwalaja wykorzystywaé uczenie
maszynowe. Model moze by¢ budowany od podstaw przy uzyciu powszechnych jezykow
programowania, takich jak Python, C++, Java [138]. Do dyspozycji sa rowniez aplikacje
(programy) z wbudowanymi podstawowymi modelami, ktore moga by¢ parametryzowane na
potrzeby danego projektu, np. R-Project [139,140], MatLab [141], TensorFlow [142]. Istotny
jest jednak fakt, Zze uczenie maszynowe to przeliczenia matematyczne, ktore s3 wykonywane
w zdefiniowany sposob (algorytmicznie), a wiec kazde narzedzie zdolne do wykonania
potrzebnych operacji moze stuzy¢ do implementacji takich algorytmow [143,144].

Modele klasyfikacyjne odnoszg si¢ do problemow, w ktorych dang obserwacje przypisuje
si¢ do odpowiedniej klasy lub kategorii. Szczeg6lnym typem jest klasyfikacja binarna, ktora

przyporzadkowuje obserwacje do jednej z dwoch klas (np. prawda lub fatsz) [145].

4.3.1. Przyklady algorytméw klasyfikacji binarnej

W literaturze przedmiotu najczesciej wystepuja pigé algorytméw wykorzystywanych do
implementac;ji klasyfikacji binarnej [146]:
— regresja logistyczna (ang. logistic regression classifier);

—  k-najblizszych sgsiadow (ang. k-nearest neighbors classifier);
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— drzewa klasyfikacyjne (ang. decision tree classifier);
— losowy las decyzyjny (ang. random forest classifier);

— naiwny klasyfikator Bayesa (ang. naive Bayes classifier);

4.3.2. Algorytm typu regresji logistycznej

Algorytm regresji logistycznej jest modelem wykorzystywanym do klasyfikacji binarnej.
Jest to model liniowy nadzorowanego uczenia maszynowego, ktorego podstawowym
zalozeniem jest to, ze obserwacje (dane) moga by¢ rozdzielone poprzez lini¢ lub ptaszczyzne
n-wymiarowa. Predykcja klasy nastgpuje poprzez wyliczenie warto$ci wielomianu pierwszego

stopnia zgodnie ze wzorem (1).

Y= W1X1 T WXy + +r WpXy (1)

Zmienna X jest zmienng niezalezng i 0znacza parametry jakie sg uwzglednianie w celu
wyliczania predykcji, w 0znacza wagg przypisang towarzyszacemu parametrowi, N za$ stanowi
liczbe parametrow. Poniewaz jest to szacowanie prawdopodobienstwa, ktore przybiera wartos¢
z przedziatu od 0 do 1, to w kolejnym kroku obliczona warto$¢ y jest przeliczana za pomoca
funkcji, ktorej wynik zwroci liczbe y’ z zakresu od O do 1 — np. tangens hiperboliczny
(wzor (2)) lub funkcja logitowa (wzor (3)).

ey — e_y
y' = tanh(y) = T 1o )
;L : _ y
Y =10git) = In (- 25) ©

Jako ze jest to algorytm binarny, to przyjmuje si¢, ze wartosci y' € (0; 0,5) odpowiadajg
Klasie pierwszej, zas wartosci y' € (0,5; 1) odpowiadajg klasie drugiej. Moze mie¢ miejsce
dostosowywanie punktu podziat tego zakresu, aby uzyskac¢ najlepsza odpowiedz [147,148].
Proces uczenia algorytmu polega na analizie zbioru danych, ktory sktada si¢ z par
obserwacja-etykieta. Nastepnie dobierane si¢ wartosci wag o tak aby odpowiedzi algorytmu

byty w jak najwyzszym stopniu zgodne z inicjalnie przypisanymi etykietami.
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4.3.3. Algorytm typu k-najblizszych sasiadéw

Algorytm k-najblizszych sasiadow (ang. k-nearest neighbors, kKNN) polega na
klasyfikacji nowej probki na podstawie jej podobienstwa do obserwacji w zbiorze treningowym
— podobienstwo wyrazane jest jako odlegtos¢ euklidesowa pomiedzy dwoma punktami,

obliczana wedtug wzoru (4) [149].

d,(4,B,) = \/(xm - xlBZ)Z + o (s — anz)2 (4)

Dziatanie algorytmu sktada si¢ z trzech gtownych etapow. W pierwszym kroku wyznaczana
jest odlegtos¢ d; od badanego punktu A do punktu B; pochodzacego ze zbioru treningowego
(wzor (4)). Parametry (zmienne niezalezne) oznaczone sg jako X, za$ ich liczba jako n. Warto$¢
d; jest obliczana dla kazdej obserwacji B;, ze zbioru treningowego (z — liczba punktéw w bazie
danych). Wynikiem tego etapu jest zestaw odlegtosci od di(A, B1) do d;(A, B;). W drugim etapie
wybierani sg najblizsi sgsiedzi, czyli te punkty, ktore charakteryzuja si¢ najmniejsza wartoscig
odlegloséci. Liczba sgsiadow jest oznaczana wspotczynnikiem K, ktory jest ustalany przez
uzytkownika. Trzecim, ostatnim krokiem jest zaklasyfikowanie obserwacji badanej. Klasa
punktu A jest ta, ktora najczgsciej wystepuje wérod wybranych k-najblizszych sasiadow. Na
Rysunku 4.3 jest przedstawiona graficznie metoda dziatania algorytmu [149,150].

A

A4

Rysunek 4.3. Graficzna interpretacja dziatania metody k-najblizszych sasiadow [149]

Obserwacje przedstawione na Rysunku 4.3. posiadaja dwie zmienne niezalezne: X1 oraz
X2. Punkt badany oznaczony jako ,,?” moze zosta¢ przyporzgdkowana do jednej z dwoch klas:
»1t7 lub ,—”. Gdy k = 5 to obserwacji badanej zostanie przypisana klasa ,,+”, poniewaz
najwicksza liczba sasiadow posiada ta klase (3 sasiadow z 5). Jezeli jednak k = 13, to na

postawie tego samego zbioru punktoéw, przypisang klasg bedzie ,,—” (7 sasiadow z 13).
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4.3.4. Algorytm typu drzewa klasyfikacyjne

Rodzina metod analizy danych, ktore wizualizuje si¢ za pomocg diagramow decyzyjnych
okresla si¢ mianem drzew decyzyjnych. Szczegdlnym przypadkiem sg drzewa klasyfikacyjne,
ktorych celem jest przyporzadkowanie obserwacji do odpowiedniej grupy. Wedlug
powszechnej nomenklatury drzewo sktada si¢ z wegztow, gatezi oraz lisci. Warunki (wezly) sa
tworzone w taki sposob, aby odpowiedz na nie byta prawda badz falszem. W przypadku matych
zbiorow danych struktura drzewa (lgcznie z warunkami) moze by¢ tworzona przez czlowieka.
Modele uczenia maszynowego analizujace duze bazy danych wykorzystuja w tym celu wiele
teorii statystycznych np. mierzenie losowos¢ i zanieczyszczenia zbioru danych za pomoca
entropii. Pomimo intuicyjnie logicznej struktury to aparat matematyczny nie jest jednolity
(wykorzystuje wiele teorii). Istnieja wyspecjalizowane narz¢dzia informatyczne, ktore stuzg do
modelowanie uczenia maszynowego z wykorzystaniem drzew klasyfikacyjnych [50,151].

Na Rysunku 4.4 przedstawiono wizualizacj¢ tworzenia oraz dziatania algorytmu

drzewa klasyfikacyjnego.

(A) (B)
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+ i v v
® o >
>

Rysunek 4.4. Wizualizacja algorytmu drzewa klasyfikacyjnego; (A) zbior danych treningowych;
(B) przyktadowe drzewo klasyfikacyjne.

Na Rysunku 4.4A przedstawione sg punkty treningowe z przypisanymi im klasami ,,+”
lub ,,—”. Kazdy punkt posiada dwie zmienne niezalezne X1 oraz X.. Drzewo klasyfikacyjne
(Rysunek 4.4B) jest tworzone w taki sposob, by wydzieli¢ obszary odpowiadajace
wystepowaniu kazdej z klas — zawiera ono 4 wezty. Istnieje niepoliczalna liczba sposobow,
wedlug ktorych mozliwe jest wyodrebnienie tych obszarow. Obserwacji badanej oznaczonej

jako ,,?”” na Rysunku 4.4A przypisuje si¢ klase¢ ,,—” (nalezy odpowiedzie¢ na 3 warunki).
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4.3.5. Algorytm typu losowy las decyzyjny

Losowe lasy decyzyjne nalezg do grupy technik, ktoére wykorzystuja zespotly
klasyfikatorow. Takie rozwigzanie znajduje zastosowanie w analizie obszernych zbiorow
danych posiadajacych wiele wymiarow (paramentow). W przypadku tego typu algorytmu
wielokrotnie uzywana jest teoria drzewa klasyfikacyjnego (opisana na stronie 32). Oznacza to,
ze w trakcie tworzenia oraz trenowania modelu uczenia maszynowego, diagram decyzyjny jest
tworzony wielokrotnie. To rozwigzanie cechuje si¢ wysoka precyzja i doktadnoscig. Znajduje
ono zastosowanie w medycynie jak i w bankowosci. Rekomendowane jest do zbiorow danych,
ktore intensywnie si¢ rozszerzaja i/lub mogg zawiera¢ braki w informacjach. Analogicznie do
pojedynczego drzewa decyzyjnego, aparat matematyczny jest skomplikowany, a zastosowanie
bez odpowiedniego oprogramowania mozolne. Na Rysunku 4.5 przedstawiona zostata

graficzna reprezentacja algorytmu [152,153].

D »| Randomizacja

Rysunek 4.5. Reprezentacja algorytmu typu losowy las decyzyjny [153].

Zgodnie z przedstawionym schematem (Rysunek 4.5) tworzenie modelu uczenia maszynowego
rozpoczyna si¢ od losowego podziatu danych treningowych D — proces ten okreslany jest
randomizacjg. Wynikiem tego etapu sg wyodrebnione podzbiory od D; do D:. W kolejnym
kroku do kazdego podzbioru tworzone jest drzewo decyzyjne od T1 do T:. Klasyfikacja nowej
obserwacji nastgpuje ,,przez glosowanie”, oznacza to, ze zostaje przypisana ta klasa (T*), do
ktorej prowadzita najwicksza liczba drzew.
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4.3.6. Naiwny klasyfikator Bayesa

Prawdopodobienstwo warunkowe (twierdzenia Bayesa)
Naiwne klasyfikatory Bayesa opierajg si¢ na teorii prawdopodobienstwa warunkowego —
twierdzenie Bayesa. Na Rysunku 4.6 przedstawiono ide¢ prawdopodobienstwa catkowitego,

w ktorym wydzielone sg dwa podzbiory zdarzen posiadajgce cze¢$¢ wspdlng [154].

4 o)
A |ANB B
- J

Rysunek 4.6. Diagram przedstawiajgcy teorie catkowitego prawdopodobienstwa z wydzielonymi
podzbiorami A oraz B [154].

Na Rysunku 4.6 wydzielony obszar Q zawiera wszystkie mozliwe zdarzania. Wydzielone
zostaly rowniez zdarzenia A oraz B. Obszar, w ktorym wystepuje zarowno zdarzenie A oraz B
jest iloczynem tych dwoch podzbiorow (A N B). Prawdopodobienstwo warunkowe P(A|B) to
prawdopodobienstwo wystgpienia zdarzenia A pod warunkiem zaistnienia zdarzenia B,
wyznaczane jest na podstawie twierdzenia Bayesa — wzor (5) [154,155]:

P(ANB) _ P(B|A) P(A)

PUAIB) = —5 = =~ ©)
gdzie:

P(A|B) — prawdopodobienstwo wystgpienia A pod warunkiem, ze zaistniato B,

P(B|A) — prawdopodobienstwo wystapienia B pod warunkiem, ze zaistniato A,

P(A) — prawdopodobienstwo wystgpienia zdarzenia A,

P(B) — prawdopodobienstwo wystgpienia zdarzenia B.

34



Zastosowanie twierdzenia Bayesa w algorytmie klasyfikujgcym

Zadaniem klasyfikatoréow jest przyporzadkowanie badanej obserwacji do jednej ze
zdefiniowanych kategorii. Innymi stowy jest to prawdopodobienstwo warunkowe zaistnienia
danej Kklasy, gdzie warunkiem jest wystapienie obserwacji badanej. Algorytm uczenia
maszynowego realizowany jest poprzez sprawdzanie dla ktorej z kategorii wyznaczona zostata
najwicksza warto$¢ na podstawie twierdzenia Bayesa — wzor (6). W klasyfikacji binarnej
spomiedzy dwoch klas, do badanej obserwacji zostaje przypisana ta, dla ktorej zostato
wyznaczone wicksze prawdopodobienstwo warunkowe P(Cn|X). Dla kazdej z klas
prawdopodobienstwo wystgpienia obserwacji P(X) bedzie state, tak wigc dla algorytmu
klasyfikacji istotny jest jedynie licznik (wzor (6)) [154,155].

P(X|Cy) P(Cy)

= 6
gdzie:
P(Cn|X)  —prawdopodobienstwo wystapienia Cn pod warunkiem zaistnienia obserwacji X,
Cn — klasa o indeksie n,
n — liczba klas,

P(X|Cn) —prawdopodobienstwo wystgpienia X pod warunkiem zaistnienia klasy Ch,
P(Cn) — prawdopodobienstwo wystapienia klasy Ch,
P(X) — prawdopodobienstwo wystgpienia obserwacji X.

Badana obserwacja X moze posiada¢ wiele zmiennych niezaleznych od x1 do x; (i oznacza
liczbg argumentow). Klasyfikator nazywany jest ,,naiwnym” poniewaz zaktada, ze argumenty
sktadowe (Xi) sg niezalezne od siebie. Dlatego mozliwe jest przyjecie, ze prawdopodobienstwo
catego wektora X jest iloczynem prawdopodobienstw swoich sktadowych. A wiec na potrzeby

algorytmu klasyfikujacego stosowany jest wzor (7):

P(XICp) = P(x1lCo) « o+ P(xi]C) = TTLP(xi1Cp) (7)

Z wykorzystanie danych historycznych, w ktorych kazdy punkt posiada przypisang klase¢
(etykiete) mozliwe jest obliczenie poszczegdlnych prawdopodobienstw uzywanych

we wzorach (6) i (7) [154-156].
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Dyskretyzacja zmiennych

Naiwny klasyfikator Bayesa moze by¢ wykorzystywany zarowno dla zmiennych ciaggtych
(warto$ci rzeczywiste, np. pH od 1 do 14) jak i dyskretnych (liczba wartosci jakie przyjmuje
zmienna sg skonczone lub policzalne, np. pH zasadowe, obojetne, kwasowe). Modele uczenia
maszynowego oparte na zmiennych dyskretnych charakteryzuja si¢ wigksza doktadnoscia
I odpornos$cig na biedy. Bardzo czgsto w §wiecie naturalnym zmienne przybierajg warto$ci liczb
rzeczywistych. Jezeli takie parametry majg by¢ wykorzystywane w modelu uczenia
maszynowego, aby zwickszy¢ jego efektywnos$¢, nalezy zastosowaé proces dyskretyzacji
zmiennych. Polega on na transformacji wartosci ze zbioru liczb rzeczywistych na jej dyskretny
odpowiednik — przedziat. Istnieje szereg technik, ktore moga stuzy¢ temu celowi. Najprostsza
z nich jest podziat zakresu warto$ci zmiennej na skonczong liczb¢ rownych przedziatow

(ang. Equal Width Discretization, EWD) [156-159], zgodnie ze wzorem (8):

Xmax — Xmin (8)

EWD =
k

Szerokosci przedziatu EWD rozpatrywanej zmiennej x jest okreslana na podstawie jej wartosci
maksymalnej Xmax oraz warto$ci minimalnej Xmin. Parametr k stanowi liczb¢ przedziatow na jaka
dany zakres ma by¢ podzielony.

Inng metoda, ktora moze by¢ wykorzystana do wydzielenia odpowiednich przedziatow
(przy zatozeniu, ze zmienna ma rozktad normalny), jest dyskretyzacja oparta o odchylenie
standardowe [159-161]. W tym przypadku, granice przedziatlow sg uzaleznione od wartosci

odchylenia standardowego (Rysunek 4.7).

Rysunek 4.7. Graficzna interpretacja dyskretyzacji opartej o odchylenie standardowe [160].

W przyktadzie przedstawionym na Rysunku 4.7 zmienna rzeczywista x zostata poddana
dyskretyzacji na trzy przedzialy. Ich szeroko$¢ zostata ustalona na warto$§¢ rowng dwom
odchyleniom standardowy (2s). Tak wigc przedzial wysrodkowany wzgledem warto$ci $redniej

X zawiera si¢ w zbiorze liczb (—s; +s).
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Przyktad zastosowania naiwnej klasyfikacji Bayesa

Zastosowanie naiwnego klasyfikatora Bayesa mozna zademonstrowa¢ na wielu
przyktadach pochodzacych z zZycia codziennego np. ocena zdolnosci kredytowe;,
prognozowanie pogody, oznaczanie e-maili jako niechciane.

Ponizej zaprezentowano zastosowanie klasyfikacji, ktéra ma na celu odpowiedzie¢ na
pytanie czy odczynnik powinien by¢ oczyszczony przed uzyciem. Laboratorium posiada
informacje o historycznych partiach substratu, o cenie oraz czy wymagane byto wczesniejsze

oczyszczanie substancji (Tabela 4.1).

Tabela 4.1. Dane ilustracyjne do przyktadu zastosowania naiwnej klasyfikacji Bayesa

Liczba dni od Procent Uzyty przez Wymagane
otwarcia Zuzycia studenta e oczyszczanie
50 20 Tak Wysoki Tak
40 70 Tak Wysoki Tak
18 75 Tak Wysoki Nie
11 18 Tak Niski Nie
53 15 Nie Niski Nie
35 70 Nie Niski Tak
45 85 Tak Wysoki Nie
65 30 Nie Niski Nie

W Tabeli 4.1 zestawione sg zmienne o wartosciach rzeczywistych (liczba dni od otwarcia,
procent zuzycia), parametry dyskretne (uzyty przez student, koszt) oraz etykieta (wymagane
oczyszczanie). Sg to dane treningowe. Tak wigc pierwszym etapem tworzenia Klasyfikacji jest
dyskretyzacja zmiennych ciagtych. Wiek odczynnika zostat podzielony na trzy grupy: grupa 1
(mniejszy réwny 30 dni), grupa 2 (od 31 do 50 dni), grupa 3 (powyzej 50 dni). Zas procent
zuzycia zostat zdefiniowany jako niski (ponizej 40%), $redni (od 40% do 70%) oraz wysoki

(powyzej 70%). Dane po transformacji przedstawione sg w Tabeli 4.2,

Tabela 4.2. Dane ilustracyjne po dyskretyzacji do przyktadu naiwnej klasyfikacji Bayesa.

Liczba dni od Procent Uzyty przez Wymagane
otwarcia zuzycia studenta Koszt 0czyszczanie
Grupa 2 Niski Tak Wysoki Tak
Grupa 2 Sredni Tak Wysoki Tak
Grupa 1 Wysoki Tak Wysoki Nie
Grupa 1 Niski Tak Niski Nie
Grupa 3 Niski Nie Niski Nie
Grupa 2 Sredni Nie Niski Tak
Grupa 2 Wysoki Tak Wysoki Nie
Grupa 3 Niski Nie Niski Nie
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Odczynnik (obserwacja badana), ktéry jest poddawany klasyfikacji charakteryzuje si¢ danymi
zestawionymi w Tabeli 4.3.

Tabela 4.3. Dane ilustracyjne obserwacji badanej (odczynnika) poddawanej klasyfikacji.

Liczba dni od Procent Uzyty przez
. . Koszt
otwarcia zuzycia studenta
45 16 Tak Wysoki

W celu dokonania klasyfikacji informacje o obserwacji badanej (Tabela 4.3) nalezy podda¢
takiej samej dyskretyzacji jak wartosci historyczne z Tabela 4.1 (zbior treningowy). Parametry

substratu po transformacji zestawione sag w Tabeli 4.4.

Tabela 4.4. Dane ilustracyjne po dyskretyzacji obserwacji badanej poddawanej klasyfikacji.

Liczba dni od Procent Uzyty przez
: .. Koszt
otwarcia zuzycia studenta
Grupa 2 Niski Tak Wysoki

Odczynnik moze zosta¢ przypisany do jednej z dwoch klas Cwo (Wymaga oczyszczenia) oraz
Cnwo (nie wymaga oczyszczenia). Oznacza si¢ prawdopodobienstwo wystapienia kazdej z klas

w zbiorze danych treningowych (Tabela 4.2) — réwnania (AQ) oraz (BO).
3 5
P(Co) = 5 = 0375 (A0) P(Cuwo) = 5 = 0,625 (BO)

Nastepnie dla kazdej wartosci argumentu obserwacji badanej (Tabela 4.4) oznacza sig
prawdopodobienstwa warunkowe jej wystapienia W zbiorze treningowym (Tabela 4.2), gdzie
warunek stanowi kazda z klas — rownania od (Al) do (A4) oraz od (B1) do (B4).

3
P(Wiek = grupa 2|CWO) = § =1 (Al) P(Wiek = grupa 2|CNWO) = é= 0,2 (Bl)
.. o 1 . o 3
P(Zuzycie = niskie|Cyo) = 3 ~ 0,333 (A2) P(Zuzycie = niskie|Cyyo) = T =06 (BZ)
2 3
P(Student = tak|Cyo) = 5 = 0,667 (A3) P(Student = tak|Cywo) = < = 0,6 (B3)
2 2
P(Koszt = wysoki|Cyp) = 3~ 0,667 (A4) P(Koszt = wysoki|Cyyo) = T = 0,4 (B4)
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W kolejnym kroku wyznacza si¢ prawdopodobienstwa warunkowego catego wektora. Zgodnie
ze wzorem (7) jest to iloczyn wartosci prawdopodobienstw sktadowych. W omawianym
przyktadzie wektor X sktada si¢ z czterech argumentow: wieku odczynnika, procentu zuzycia,
uzycia przez studenta oraz kosztu. W rownaniu (A5) obliczana jest warto$¢
prawdopodobienstwa wystgpienia obserwacji pod warunkiem klasy pierwszej — P(X|Cwo). Jest

ono réwne iloczynowi wartosci otrzymanych w roéwnaniach od (Al) do (A4).
P(X|Cyo) = 1-0,333 - 0667 - 0,667 =~ 0,148 (A5)

Odpowiednio dla klasy drugiej (rownanie (B5)) wartos¢ prawdopodobienstwa P(X|Cnwo)

stanowi¢ bedzie iloczyn wartosci z rownan od (B1) do (B4).
P(X|Cywo) =02 -06-0,6 - 04 = 0,029 (B5)

Ostatnim krokiem jest sprawdzenie, ktora z klas posiada wigksze prawdopodobienstwo zgodnie
ze wzorem (6). W przypadku klasyfikacji binarnej jest to sprawdzenie, ktora z dwoch wartosci
jest wigksza. Dzigki temu, Zze wazna jest jedynie relacja pomiedzy warto$ciami, mozliwe jest

pominigcie mianownika ze wzoru (6). Tym samym otrzymuje si¢ rownanie (CO):

max(P(CnIX)) = max {P(CyolX) ; P(CywolX)}

P(X|Cwo) P(Cwo) P(X|Cywo) P(Cywo)
@ P(X) ’ P(X)

max {P(X|Cyo) P(Cwo) ; P(X|Cywo) P(Cywo)}

} (0)

Wykorzystujac wartosci z rownan (A0), (A5), (B0), (B5) i podstawiajac je do rownania (CO)

otrzymuje si¢ koncowy wynik — rownanie (C1).

max(P(C,1X)) = max{P(X|Cwo) P(Cwo) ; P(X|Cywo) P(Cywo)}
= max{0,375 - 0,148;0,625 - 0,029}
= max{0,056; 0,018}
= P(CwolX)

(C1)

Warto$¢ prawdopodobienstwa dla klasy Cwo (wymaga oczyszczenia) jest wigksza, niz
prawdopodobienstwo dla klasy Cnwo (nie wymaga oczyszczenia). Zatem obserwacja badana

(odczynnik) nalezy poddac oczyszczeniu.
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4.4. Wybrane metody oceny klasyfikator6w binarnych

Integralng cze$cig tworzenia narz¢dzi na bazie uczenia maszynowego jest weryfikacja ich
dziatania. Istnieje wiele wskaznikow 1 technik, ktore moga by¢ wykorzystane w tym celu.
Odpowiednia ocena dostarcza informacji zwrotnej o efektach trenowania algorytmu oraz
sygnalizuje uzytkownikowi poziom jakosci (skutecznos$ci) prezentowanej klasyfikacji.

Algorytmy klasyfikacji binarnej przypisuja obserwacje¢ badang do jednej z dwoch klas.
Powszechng notacja jest normalizacja odpowiedzi klasyfikatora do warto$ci pozytywnej
(przypisanie do klasy pierwszej) oraz negatywnej (przypisanie do klasy drugiej). Pozwala to na

standaryzacj¢ nazewnictwa niezaleznie od tego czym sg rozpatrywane klasy w rzeczywistosci.

4.4.1. Tablica pomylek

Tablica pomylek, zwana roéwniez macierza btedow (ang. confusion matrix), jest
narzgdziem stosowanym do oceny jakosci klasyfikacji. Pozycje ze zbioru treningowego
oznacza si¢ etykietami pozytywnag lub negatywng. Punkt otrzymuje nowsa, predykcyjng
etykiete, ktora jest wynikiem dziatania klasyfikatora. Wszystkie mozliwe sytuacje zgodnosci

predykcji z warto$cig pierwotng przedstawia tablica pomytek (Rysunek 4.8) [162—-165].

WartoSci rzeczywiste

AP AN

Rzeczywiscie pozytywne | Rzeczywiscie negatywne
(ang. actual positive) (ang. actual negative)

PP TP

Prognozowane Prawdziwie pozytywne
pozytywne (ang. true positive)
(ang. predicted positive)

WartoS$ci
prognozowane PN

TN

Prawdziwie negatywne
(ang. true negative)

Prognozowane
negatywne
(ang. predicted negative)

Rysunek 4.8. Tablica pomytek klasyfikatora binarnego [163].
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Tablica pomytek przedstawiona na Rysunku 4.8 posiada dwa wiersze i dwie kolumny. Jest ona

tworzona poprzez poréwnanie warto$ci prognozowanej (wiersze) z wartoscig rzeczywista

(kolumny). Mozliwe jest zaobserwowanej 4 porownan prognozy ze stanem faktycznym

(2 dla zgodnosci i 2 dla niezgodnosci) [163,165]:

— prawdziwie pozytywne (ang. true positive, TP): zgodnos¢ predykcji etykiety pozytywnej
Z rzeczywista wartos$cig pozytywng W zbiorze treningowym,

— prawdziwie negatywne (ang. true negative, TN): zgodno$¢ predykcji etykiety negatywnej
z rzeczywista warto$cig negatywng w zbiorze treningowym,

— falszywie pozytywne (ang. false positive, FP): niezgodno$¢ predykcji etykiety pozytywnej
Z rzeczywista warto$cig negatywng W zbiorze treningowym,

— falszywie negatywne (ang. false negative, FN): niezgodno$¢ predykcji etykiety negatywnej
Z rzeczywista warto$cig pozytywng W zbiorze treningowym.

Wartosci TP, TN, FP, FN bezposrednio prezentujg jako$¢ oceny klasyfikatora. Jednak aby

uzyskac poglebiong analize na temat skuteczno$ci narzedzia wykorzystuje si¢ wiele innych

wskaznikow. Podstawe do ich wyliczania stanowig jednak te cztery parametry [162,163].

Na Rysunku 4.8. wskazane sg dodatkowo wartosci:

rzeczywiscie pozytywne (ang. actual positive, AP): liczba probek ogoétem, ktore w zbiorze

treningowym posiadaja etykiete pozytywng — wzor (9),

— rzeczywiscie negatywne (ang. actual negative, AN): liczba probek ogdtem, ktore w zbiorze
treningowym posiadaja etykiete negatywng — wzor (10),

— prognozowane pozytywne (ang. predicted positive, PP): liczba probek ogoétem, ktore
zostaty zaklasyfikowane przez algorytm jako pozytywne — wzor (11),

— prognozowane negatywne (ang. predicted negative, PN): liczba probek ogoétem, ktore
zostaly zaklasyfikowane przez algorytm jako negatywne — wzor (12).

Wartosci te moga by¢ odczytane bezposrednio ze zbiorow danych. Mozliwe jest wykonie

weryfikacji poprzez sprawdzenie czy zachodza réwnosci zgodnie ze wzorami od (9) do (12).

AP = TP + FN (9)
AN = FP + TN (10)
PP = TP+ FP (11)
PN = FN+ TN (12)
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4.4.2. Dokladnosé i poziom bledow

Doktadnos¢ (ang. accuracy, ACC) jest jedng z najpowszechniej stosowanych miar oceny
skuteczno$ci algorytmu. Jest ona definiowana jako stosunek liczby probek prawidiowo
zaklasyfikowanych do liczby probek ocenionych — obliczana jest zgodnie ze wzorem (13).

Przyjmuje wartosci od 0 do 1, czyli od najlepszej do najgorszej doktadnosci [163,165].

TP+ TN _TP+TN

ACC = e T IN T FP+FN _ AP+ 4N

(13)

Miarg komplementarng do doktadnosci jest poziom btedéw (ang. error rate, ERR). Jest
on definiowany jako stosunek liczby probek btednie zaklasyfikowanych do liczby probek
ocenionych — obliczany jest zgodnie ze wzorem (14). Im mniejsza warto$¢ wspotczynnika tym

lepsza odpowiedz algorytmu [163,165].

FP+ FN FP +FN

ERR = e TN T FPLFN _ AP + AN

= 1-ACC (14)

W przypadku gdy oceniany algorytm bgdzie uczony na zbiorze treningowym, w ktorym
klasy nie sa rownoliczne (zbalansowane) wspoétczynniki te moge prezentowac zbyt ogdlng
informacje. W przypadku wysokiej wartosci doktadnosci w liczniejszej klasie zachodzi
rownowazenie (maskowanie) niskiej doktadnosci w klasie mniej licznej — wynik ACC jest
prezentowany jako pojedyncza liczba, tak wigc przedstawiana warto$¢ moze by¢ zafatszowana.

Analogiczna sytuacja bgdzie obserwowana dla poziomu btedow [162,164-166].

4.4.3. Precyzja

Precyzja pozytywna (ang. positive predicted value, PPV) jest stosunkiem probek
prawdziwie oznaczonych jako pozytywne do liczby probek oznaczonych przez algorytm jako
pozytywne — wzor (15). Dla obserwacji oznaczonej przez klasyfikator etykieta pozytywna PPV

jest prawdopodobienstwem, ze jest ona w rzeczywistosci pozytywna [163—166].

TP TP

PPV = Ty 7P~ PP

(15)
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4.4.4. Czulos¢ i specyficznos¢

Czulos¢ (ang. true positive rate, TPR) wyraza stosunek liczby probek prawidtowo
zaklasyfikowanych jako pozytywne do ogélnej liczby probek pozytywnych w zbiorze
treningowym — wzor (16). Wartos¢ wspotczynnika rowna 1 oznacza, ze wszystkie probki

oznaczone pierwotnie jako pozytywne zostaly poprawnie sklasyfikowane [163,165].

TP TP

TPR=2p T FN = 7P

(16)

Specyficzno$¢ (ang. true negative rate, TNR) jest komplementarng miarg dla drugiej
klasy. Wyraza stosunek liczby probek prawidtowo zaklasyfikowanych jako negatywne do
ogoblnej liczby probek negatywnych w zbiorze treningowym - wzor (17) [163,165].

TN TN

— - (17)
FP+TN AN

TNR =

Oba wspotczynnik sg odpowiednikiem doktadnosci dla kazdej z klas z osobna. Zatem
TPR oraz TNR sg wrazliwe tylko na wtasng grupe. Uzywanie tych wspolczynnikdéw zamiast
doktadnosci (ACC) jest szczegélnie istotne, kiedy zbidr danych treningowych nie jest

zbalansowany — klasy nie sg rownoliczne [162,163,165,166].

4.4.5. Czestos¢ falszywych alarmow oraz czestos¢ falszywych odkry¢

Czestos¢ falszywych alarmoéw (ang. false positive rate, FPR) jest stosunkiem liczby
probek fatszywie oznaczonych jako pozytywne do liczby probek, ktore posiadajacych etykiete
negatywng w zbiorze treningowym — wzor (18). Podczas trenowania algorytmu dazy si¢ do

minimalizacji tego wskaznika [163,165].

FP

FPR= 27N~ an

(18)

Czestszos¢ fatszywych odkry¢ (ang. false negative rate, FNR) jest analogicznym
wskaznikiem do FPR. Wyznacza on stosunek liczby probek zaklasyfikowanych jako fatszywie

negatywne do liczby probek pierwotnie oznaczonych jako pozytywne — wzor (19) [163,165].

FP

FNR= ———— = —
FN+TP AP

(19)

Te wskazniki, tak samo jak TPR oraz TNR, sa wrazliwe tylko na odpowiadajaca im klase,
zatem sg stosowane W przypadku niezbalansowanej bazy danych treningowych [162,163,165].
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4.4.6. Wspolczynnik korelacji Matthewsa

Wspoétezynnik korelacji Matthewsa (ang. Matthews correlation coefficient, MCC)
wprowadzony zostat przez biochemika Briana W. Matthewsa w 1975 roku. Jest miarg jakosci
klasyfikacji binarnych (dwuklasowych) w uczeniu maszynowym. MCC bierze pod uwagge
wszystkie cztery przypadki zgodno$ci pierwotnej etykiety z predykcja klasyfikatora
— wzor (20). Od doktadnosci (ACC) odréznia go szczegélnie to, ze uwazany jest za
zrbwnowazong miarg, ktora moze by¢ uzywana nawet jesli klasy sg bardzo réznej licznosci.
Kolejng istotng kwestig jest to, ze miara ta jest niezalezna od tego, ktora klasa zostanie
oznaczona jako pozytywna. MCC jest w istocie wspotczynnikiem korelacji migdzy etykietami
rzeczywistymi (ze zbioru treningowego) i przewidywanymi przez klasyfikator. Przybiera
wartosci od +1 do —1, gdzie: +1 oznacza idealne przewidywanie, O reprezentuje predykcje nie
lepsza niz losows, zas$ —1 opisuje catkowita niezgodno$¢ pomigdzy wynikiem Klasyfikacji,
a pierwotnymi etykietami [163,164,166].

(TP-TN) — (FP - FN)

McC =
J(TP + FP)(TP + FN)(TN + FP)(TN + FN)

(20)

4.4.7. Wspolczynnik Fi-score

Wspotczynnik Fi-score jest Srednig harmoniczng precyzji i czutosci — wzor (21). Gdy
liczba probek falszywie pozytywnych oraz falszywie negatywny jest rowna O to Fi-score
przyjmuje warto$¢ roéwng 1 [163,165,166].

2TP _ 2PPV - TPR
2TP+ FP+FN PPV + TPR

F, score = (21)

Wspotezynnik ten taczy w sobie precyzje i czuto$¢ co czyni go bardzo uzytecznym narzgdziem
do oceny modeli klasyfikacji binarnej. Znajduje zastosowanie w przypadkach, gdy rozktady
klas sg niezrObwnowazone. Jednak jest on wrazliwy na zmian¢ oznaczania etykiet
z pozytywnych na negatywne (i odwrotnie) oraz nie uwzglednia wynikow prawdziwie
negatywnych [163,165,166].
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4.4.8. Krzywa ROC

Krzywa ROC (ang. receiver operating characteristic, ROC) w sposob graficzny ilustruje
jakos¢ Klasyfikacji binarnej. Krzywa rysowana jest w prostokgtnym uktadzie wspotrzednych
(Rysunek 4.9). No osi pionowej (y, rzednych) umieszczona jest czulos¢ (TPR), za$ na osi
poziomej (x, odcigtych) czgstos¢ fatszywych alarmoéw (FPR) [163-165].

1
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@]
0,2
al D
0
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Rysunek 4.9. Przyktad krzywej ROC (linia z6tta) wraz z zaznaczonymi waznymi punktami oraz

obszarami oznaczajacymi skuteczno$¢ algorytmu: lepsza (zielony) lub gorsza (czerwony) od
losowego oznaczenia (przerywana linia czerwona) [163].

Na Rysunku 4.9 zaznaczone sg zaznaczone sg wszystkie naroznik uktadu wspotrzednych.
Kazdy punkt oznacza klasyfikator, ktory:
— A: nie przypisal prawidlowo zadnej etykiety pozytywnej (TPR = 0), za to cala klasa
negatywna zostata przyporzadkowana poprawnie (FPR = 0),
— B: nieomylnie ocenit wszystkie probki, pozytywne i negatywne (TPR =1, FPR = 0),
— C: oznaczyt calg klase pozytywna poprawnie (TPR = 1), natomiast, zadna z probek
negatywnych nie zostala przypisana prawidtowo (FPR = 1),
— D: przypisat btgdng klasg do kazdej z probek (TPR =0, FPR =1).
Zo6tta linia (Rysunek 4.9) oznacza krzywa ROC dla przyktadowego klasyfikatora. Petna krzywa
jest tworzona dla algorytmu, ktory zawraca wartosci od 0 do 1, np. klasyfikator regresji
logistycznej (opisany na stronie 30). Aby stworzy¢ krzywa, zmieniany jest poziom (tzw. prog)
od ktorego probka jest klasyfikowana jako pozytywna. Naiwny klasyfikatora Bayesa nie
zwraca wartosci rzeczywistej, zatem nie jest tez mozliwe utworzenie krzywej. Natomiast

sposob wizualizacji moze by¢ wykorzystany w celach prezentacji TPR i FPR [163-165].
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4.5. Pakiet Microsoft Office oraz Visual Basic for Application

Firma Microsoft jest producentem powszechnie znanego oprogramowania biurowego
Microsoft Office (w 2022 roku zostata zmieniona nazwa na ,,Microsoft 365”). W jego sktad
wchodza takie aplikacje jak Word, Excel, PowerPoint, Outlook oraz mniej znany Access
(dostepny w szerszych opcjach zakupu lub wersji skierowanej do firm). Produkt ten jest
kierowany do organizacji instytucjonalnych takich jak firmy, urzedy oraz jednostki edukacyjne.
W swoim raporcie rocznym za rok 2019 firma wskazata, ze na $wiecie, z ptatnej wersji pakietu
korzysta 180 milionow uzytkownikow [167]. Aplikacje te sa na tyle powszechne, ze widnieja
w polskim programie nauczania informatyki w klasach szkoty podstawowej [168].

W wiekszo$ci aplikacji z pakietu Microsoft Office (Word, Excel, PowerPoint, Outlook,
Access) zaimplementowany jest jezyk programowania Visual Basic for Applications (VBA) —
Rysunek 4.10. Po raz pierwszy zostat on udostgpniony w 1993 roku wraz z wersja MS Excel
5.0. Obecnie ciggle jest wspierany w nowych wersjach oprogramowania. VBA jest to
narzedzie, ktore w znaczacy sposob rozszerza funkcjonalnos¢ rozpatrywanej aplikacji. Z jego
wykorzystaniem mozliwe jest m.in. [169]:

— manipulowanie plikami tj. odczytywanie, tworzenie, usuwanie,

— tworzenie interfejsu uzytkownika przez kreowanie okien dialogowych i komunikatow,
— komunikacja ze zrodtami danych takimi jak relacyjne bazy danych typu SQL,

— walidacja informacji np. przez weryfikacje danych wprowadzanych przez uzytkownika,

— tworzenie funkcji matematycznych na bazie podstawowych operacji matematycznych.

E Microsoft Visual Basic for Applications - Zeszyt1 = m} X
File Edit View Insert Format Debug Run  Tools Add-Ins  Window Help
-id # 0 B HFYE 0@
Project - VBAProject ﬂ
=] o =0 ENES
_5 VBAProject (Zeszyt1) (General) ~ (Declarations) ~
=425 Microsoft Excel Objects —

) Arkuszl (Arkusz1)

4] Ten_skoroszyt B Zeszt! - Arkusz] (Code) [ = || = |[eism]
{General) ~ | | (Declarations) i
|
|
Properties - Arkuszi ﬂ
Arkuszl Warksheet v
Alphabetic  Categorized
(Name) Arkuszi
DisplayFPageBreaks False Immediate ﬂ

DisplayRightToLeft False
EnableAutoFilter False
EnableCalculation True
EnableFormatCondition True
EnableCutlining False
EnablePivotTable False
EnableSelection 0 - ¥lMoRestrictions —

Rysunek 4.10. Okno edytora VBA otwarte w pliku Excel.
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4.6. Wyroby szybkozbywalne

Produkty szybkozbywalne (ang. Fast-Moving Consumer Goods, FMCG) to branzowe
okreslenie grupy produktéw przeznaczonych na rynek konsumencki. Charakteryzuja si¢ one
szybka sprzedazg oraz relatywnie niska ceng. Sg to m.in. zywno$¢ pakowana, stodycze, srodki
czystosci, kosmetyki, leki bez recepty (OTC) [170]. Bank Pekao S.A. raportuje, ze w Polsce
sektor ten pomimo pandemii oraz sytuacji geopolitycznej w 2022 roku zanotowat wzrost
sprzedazy rok do roku [171]. Jednak, nie bez znaczenia pozostaje fakt, ze stan gospodarki
w 2023 roku pozostaje niestabilny, aproducenci zanotuja zmniejszenie marzy brutto na
oferowanych przez siebie wyrobach (jednym z powodow jest presja inflacyjna) [172] — stwarza

to pole do dziatan optymalizujacych koszty produkc;ji.

4.6.1. Proces produkcji seryjnej w przemysle chemicznym

Produkcja seryjna jest sposobem organizacji procesu wytworczego, ktory polega na
wytwarzaniu partii towaréw w doktadnie ten sam sposob. Po zakonczeniu cyklu produkcyjnego
linie produkcyjne moga zosta¢ zatrzymane lub przezbrojone do produkcji innych wyrobow —
w produkcji masowej wyrdb jest wytwarzany w sposob ciagly z minimalizacjg przestojow
maszyn [173]. W trakcie trwania procesu produkcji wyrdb znajduje si¢ w ruchu pomiedzy
skonczong liczbg etapdw (stanowiskami produkcyjnymi), ktore nastepuja po sobie kaskadowo.
Produkcja seryjna charakteryzuje si¢: krotkimi seriami  produkcyjnymi  (nawet
kilkugodzinnymi) oraz parkiem maszynowym projektowanym tak, aby uzyskac¢ elastyczno$¢
produkcji (mozliwo$¢ wytwarzania réoznych wyrobow) [173,174]. Rysunek 4.11 ilustruje

przyktadowy seryjny proces produkcyjny sktadajacy si¢ z trzech etapow:

Materialy Materiaty Materiaty

Etap 1 Potprodukt 1 Polprodukt 2 Produkt
\ 4
[Odpad | !
I
1 - St/ 4
v fawet/Przerd -y o _ _ _ _

Rysunek 4.11. Przyktad schematu procesu w modelu seryjnym z trzema etapami.
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Przedstawiony modelowy proces produkcji seryjnej sktada si¢ z trzech etapow. Schemat
ten ilustruje idee¢ procesu — rzeczywisty diagram procesu produkcyjnego danego wyrobu bedzie
zalezat od zaktadu produkcyjnego, w ktorym jest on realizowany [175-177]. Proces rozpoczyna
si¢ od Etapu 1, ktory jest zasilany materialami (surowcami), jego wynikiem jest potprodukt.
Etap 2 oraz Etap 3 sa stadiami posrednim, ktére musza by¢ zasilane potproduktami.
W prezentowanym modelu etapy posrednie réwniez wymagaja dostarczania materialow.
Kazdy z etapoéw produkcji generuje odpad, ktory moze by¢ produktem ubocznym lub wyrobem
odrzuconym przez kontrole jakosci. Mozliwe jest takze zawracanie odpadow do ponownego
przerobienia w celu zminimalizowania strat produkcyjnych.

Zarzadzanie wyrobem niezgodnym (odpadem) ma miejsce wlasciwie w kazdym procesie
produkcyjnym. Generowanie odpadu moze by¢ spowodowane wieloma czynnikami [178]:
niespetnienie kryteriow jakosciowych, produkt uboczny procesu, awaria maszyny, biad
operatora itp. Odpad moze zosta¢ zutylizowany, sprzedany po zredukowanej cenie lub
ponownie przerobiony. Utylizacja nastgpuje w przypadkach, w ktorych jako$¢ odpadu nie jest
wystarczajaca by go zakwalifikowa¢ do ponownego procesowania oraz gdy koszt przerobu
przewyzsza koszt odpadu (uwzgledniajac koszt utylizacji). Sprzedaz odpaddéw posiadajacych
pewna wartos¢: np. skrawki plastiku, uszkodzone opakowania wyrobu gotowego, wigze si¢
z dodatkowymi rejestracjami produktow oraz z pozyskaniem odbiorcy. Przerdb w jednostce
produkeyjnej (,,na miejscu”) jest wige dziataniem obecnym w prawie kazdej fabryce [179-181].
Wielko$¢ wolumenow produkcji na rynek konsumencki (np. nowa fabryka przekasek koncernu
PepsiCo w Polsce bedzie przetwarzac rocznie okoto 10 tysiecy ton kukurydzy i 60 tysigcy ton
ziemniakow [182]; fabryka farmaceutyczna koncernu GSK w Poznaniu produkuje rocznie
ponad 3 miliardy tabletek oraz ponad 470 milionow kapsutek [183]) sprawia, ze w procesach
produkcyjnych odpad jest znaczacym kosztem — wystepuje efekt skali.

Nie bez znaczenie pozostaje fakt istotnego wzrostu znaczenia podejscia Zero-Odpadow
(ang. Zero-Waste) — czyli sposobu gospodarowania odpadami, tak by wytwarza¢ ich jak
najmniej oraz dgzenie do gospodarki o obiegu zamknigtym. W krajach rozwinigtych polityka
zrownowazonego rozwoju i odpowiedzialno$ci za Srodowisko naturalne kreuje decyzje
konsumentow, ktdrzy coraz czgsciej wybieraja produkty przyjazne $rodowisku, takiej jak te
wytworzone z materialtdw pochodzace z recyklingu, przechowywane w papierowych oraz
szklanych opakowania, dajace si¢ recyklingowaé itp. A wiec zarzadzanie odpadem
w jednostkach produkcyjnych nie jest jedynie dzialaniem majacym poprawi¢ rentowno$¢
produkcji, ale réwniez dzialaniem skierowanym do konsumentoéw by utrzymac/zdoby¢

udziat w rynku [184-188].
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Przykiadowy opis procesu produkcji realizowanego w koncernie Reckiit Benckiser

Koncern Reckitt Benckiser w wigkszosci fabryk na $wiecie realizuje produkcje srodkow
czystosci w dwuetapowym procesie produkcyjnym. Pierwszy etap to wytwarzanie potproduktu
w modelu szarzowym. Odbywa si¢ on w wydzielonych obszarach fabryki tzw. ,,obszary
mieszania”. Drugim etapem jest butelkowanie potproduktéw na liniach pakujacych.

Produkcja srodkow piorgcych polega na rozpoczgciu dozowania surowcow do
mieszalnika od wody sterylnej. Pozniej dodawane sa konserwanty, a nastepnie pozostate
surowce. Mieszalnik umieszczony jest na tensometrach, dzigki czemu automatycznie
monitorowana jest wielkos¢ dozy poszczegolnych sktadnikéw oraz waga calego wsadu.
Surowce mogg by¢ dozowane bezposrednio ze zbiornikow stokazowych (np. anionowe $rodki
powierzchniowo czynne), dodawane poprzez wlaz umieszczony na gorze mieszalnika
(np. chlorek sodu) lub dozowane z wykorzystaniem armatury (np. emulgatory poprzez inzektor
w ciggu cyrkulacji). Po zakonczeniu dozowania wszystkich surowcow zgodnie
z recepturg, wykonywana jest kontrola parametrow fizykochemicznych. Nastgpnie mozliwe
jest dodanie do wsadu mieszalnika pozostatosci potproduktu po poprzednich wejsciach
produkcyjnych. Procedury koncernu wymagaja dodatkowej kontroli parametrow jakosciowych
jezeli operacja zawracania miala miejsce. Nie jest dopuszczane zawracanie poOtproduktu
w innych etapach produkcji. Jezeli kontrola jakosci wykaze zgodno$¢ parametrow ze
specyfikacja to wsad mieszalnika przepompowywany jest do zbiornika buforowego. W ciagu
linii pakujacej (butelkujacej) wykonywany jest szereg operacji. Instalacja zasilana jest
materiatami takimi jak butelki, korki, etykiety, kartony zbiorcze, potprodukt. W kolejnosci
procesowej wykonywane s3 nastepujace czynnosci: napetnianie butelki poétproduktem,
aplikacja nakretki, naklejanie etykiet (jednoczesnie z obu stron), nadrukowywanie numeru

partii, pakowanie butelek do kartonéw zbiorczych.

4.6.2. Zarzadzanie jakoScia w zakladzie produkcyjnym

Wedlug migdzynarodowej normy ISO 9000:2015 ogoétem jakos¢ jest definiowana jako
,»zdolnos¢ do zadowolenia klientow oraz przez zmierzone i niezamierzone oddzialywanie na
istotne strony zainteresowane”. Rysunek 4.12 przedstawia struktur¢ dzialan zwigzanych

z zarzadzaniem jakoscia, ktora zostata zawarta w normie [189].
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Zarzadzanie

Jakoscig
Planowanie Zapewnienie Kontrola Doskonalenie
Jakosci Jakosci Jakosci Jakosci

Rysunek 4.12. Dziatania zwigzane z zarzadzaniem jakoscia [189].

Zarzadzanie jako$cig zostalo podzielone na cztery gléwne obszary, ktérych celem jest

objecie swoim dziataniem wszystkich aspektow proceséOw od fazy projektu, przez realizacje

procesu, az po wprowadzanie zmian [9,189-191]:

Planowanie Jakosci jest to zbidr okreslonych dziatan, celow, procesoOw oraz zasobow,
ktore stuza do osiggnigcia celow jakosciowych. W procesach produkcyjnych moze to by¢
ustalenie wskaznika ,,dobre za pierwszym razem” (DZPR), ktéry przedstawia stosunek
ilosci produktu, ktory spehit kryteria jako$ciowe w pierwszej kontroli do catosci
produkcji — wzor (22) [192].

( Dobra )

produkcja
( Dobra ) (Produkcja odrzucona)
produkcja w pierwszej kontroli

DZPR =

(22)

Zapewnienie JakoSci jest to zbidr dziatan, ktérych celem jest zapewnienie zaufania, ze
wymagania jako$ciowe beda spelnione, jest to np. walidacja procedur jakosciowych
I czynnosci wykonywanych w czasie produkcji, oceny ryzyka zmian.

Kontrola Jakosci (W polskiej wersji jezykowej normy, uzywany jest termin ,,Sterowanie
Jakos$cig”) sg to dzialania majgce na celu zapewnienie, ze kryteria jakoSciowe sg
spetnione. Takie dziatanie to np. kontrola poziomu napetlienia butelki przez osobe¢
przeszkolong na linii produkcyjne;j.

Doskonalenie JakoS$ci dziatanie skierowanie na rozwo6j mozliwos$ci spetnienia kryteriow
jakosciowych stawianych przez interesariuszy, np. analizowanie i ulepszanie istniejacych
procedur. W przypadku niezgodnoSci, analiza przyczyny wystapienia i jej niwelacja.
Wprowadzanie zmian w procesie produkcyjnym (np. modyfikacja harmonogramu

kontroli jako$ciowej) musi zosta¢ ocenione przez odpowiedni zespot. Kazda modyfikacja moze

mie¢ wptyw na konsumenta i jego bezpieczenstwo (np. zanieczyszczenie produktu) lub kwestie

regulacyjne (np. poziom napetnienia niezgodny z wymaganiami ustawodawcy). Istnieje wiele

réznych metod, ktore mogg stuzy¢é do ustrukturyzowanej oceny analizowanej zmiany.
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Powszechnie stosowane sg dwie metody, ktore wspieraja zespoty produkcyjne oraz zarzadzania
jakoscig — analiza ryzyka FMEA (ang. Failure Mode Effective Analysis / pol. analiza przyczyn
i skutkéw niepowodzenia) oraz cykl ciggtego doskonalenia PDCA (ang. Plan, Do, Check, Act
/ pol. Zaplanuj, Wykonaj, Sprawdz, Popraw) [190].

Ocena ryzyka w procesie produkcyjnym metodg FMEA

Ocena ryzyka metodg FMEA polega na definiowaniu listy wad jakie moga wystgpic¢
(ogoblniej probleméw). Przyporzadkowaniu do kazdej wady przewidywanych skutkow jej
materializacji oraz potencjalnych przyczyn jej wystapienia. Kazdg wymieniong pozycje ocenia
si¢ pod wzgledem prawdopodobienstwa wystapienia (niskie, $rednie, wysokie), mozliwos$ci
wykrycia (fatwa, $rednia, trudna) oraz dotkliwosci konsekwencji (niska, $rednia, krytyczna).
Dzigki takiej ocenie mozliwe jest tatwe zdefiniowanie, ktore pozycje wymagaja dziatan
niwelujacych (najwyzszy priorytet: wysokie prawdopodobienstwo wystapienia, trudna
wykrywalno$¢ oraz krytyczne konsekwencje). Tak wykonana analiza ryzyka pozwala na
znaczng redukcje prawdopodobienstwa wystapienia niezgodno$ci jeszcze na etapie
projektowania zmiany [193-196]. Zmniejszanie ryzyka jest realizowane poprzez dziatania
zapobiegawcze, czyli takie, ktorych celem jest wdrozenie rozwigzan minimalizujacych
prawdopodobiefnstwo wystapienia wady — dzialanie na przyczyne. Zdarzaja si¢ jednak sytuacje,
w ktorych nie jest mozliwe wyeliminowanie przyczyn powstawania wady, okreslane sa wtedy
dziatania kontrolne, ktorych celem jest monitorowanie czy dana wada wystepuje oraz czy
zaistniaty mozliwoSci realizacji dziatan zapobiegawczych [194,197].

Jedng z gléwnych zalet tej metody jest to, ze moze ona by¢ aplikowana witasciwie do
wszystkich elementow jakie sktadajg si¢ na proces produkcyjny: modyfikacji maszyn, zmian
w procedurach, szkolenia operatoréow, modyfikacji produktow, planowania produkcji itd.
[196,197] W przemysle powszechna jest konieczno$¢ posiadanie certyfikowanego systemu
zarzadzania jakos$cig zgodnego z grupg norm ISO 9001, a jednym z wymagan tej normy jest
ocena ryzyk i szans [10,198,199]. Klasycznie metoda FMEA przybiera forme tabeli, w ktorej
kazdy wiersz to kolejna potencjalna wada. Obecnie dostepnych jest wiele rozwigzan
informatycznych, ktore usprawniaja zarzadzanie ryzykiem oraz dokumentacj¢ dziatan.

Cykl ciggtego doskonalenia PDCA

Proces produkcyjny ulega cigglym zmianom, ktére sg wyzwalane przez m.in. niwelacje
ryzyka, wdrozenia przed procesem certyfikacji, usprawnienia z raportu audytowego,

usprawniania po awariach, inwestycje w park maszynowy [1,200-202]. Zmiany w procesie
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produkcyjnym réwniez sg konsekwencja braku stabilizacji, ktora ma miejsce we wspotczesnym
$wiecie, a okreslana jest jako VUCA (ang. Volatility, Uncertainty, Complexity and Ambiguity /
pol. Zmiennos$¢, Niepewnos¢, Ztozono$é, Niejednoznacznosc) [3,203,204]. Dziatania te czesto
wymagajg cyklu prob i btedow, aby potwierdzi¢, ze przyniosty one oczekiwany efekt. Metoda
powszechnie uzywang w tym celu jest model ciaglego doskonalenia PDCA
(Rysunek 4.13) [205,206].

Zaplanuj
(ang. Plan)

Wykonayj
(ang. Do)

Sprawdz E \

(ang. Check)

Rysunek 4.13. Cykl ciggtego doskonalenia PDCA (cykl Deminga) [205].

Jest to iteracyjny model dziatania shuzacy do rozwiazywania probleméw oraz
doskonalenia istniejacych rozwigzan. Technika ta zapewnia logiczng strukture wprowadzania
modyfikacji oraz monitorowania efektow. Sktada si¢ ona z czterech etapow. Pierwszy z nich to
etap ,Zaplanuj” (ang. Plan), wktorym opracowywana jest zmiana oraz sposob jej
wprowadzenia, niezb¢dna jest rowniez ocena aktualnej sytuacji oraz potencjalnych skutkow
wdrozenia. Na etapie drugim ,,Wykonaj” (ang. Do) implementowana jest koncepcja zgodnie
z zatozeniami oraz planem stworzonym we wczesniejszym etapie. Nastgpnie wykonywana jest
weryfikacja rezultatow wprowadzonego rozwigzania — ,,Sprawdz” (ang. Check). Jezeli zmiana
przyniosta pozadane efekty to na ostatnim — czwartym — etapie ,,Popraw” (ang. Act)
wykonywana jest standaryzacja rozwigzania. W przeciwnym wypadku rozpoczynany jest
kolejny cykl rozpoczynajacy si¢ od zaplanowania poprawek. Celem tego modelu jest
osiggnigcie lepszych rezultatow niz stan obecny, a logiczne nastepujace po sobie etapy,
strukturyzuja prace i ukierunkowuja ja na osiggnigcie wynikéw. Duza elastyczno$¢ modelu
sprawia, ze jest on szeroko wykorzystywany w dziedzinach takich jak przemyst, ochrona

zdrowia, lotnictwo, programowanie, budownictwo, bezpieczenstwo i higiena pracy [206-213].

Kontrola jakosci w procesie produkcyjnym
Nieodtagcznym elementem procesu zarzadzania jakoscig jest Kontrola Jakosci. Sg to

wszelkie dzialania, ktorych celem jest potwierdzeni, ze produkt (np. przekaska, srodek
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czystosci, ustuga) spetnia okre§lone wczesniej kryteria. W ramach kontroli jakosci
przeprowadzane s3 testy (np. badania laboratoryjne) oraz procedury weryfikacyjne
(np. inspekcje wizualne przez specjaliste ds. jakosci) [10,189,199]. Istotnym aspektem jest
ustalenie harmonogramu kontroli, ktory zawiera metody 1 czestotliwos$¢ weryfikacji oraz etapy
procesu, w ktorych kontrola powinna by¢ wykonana. Powszechne jest ustalanie punktow
kontroli dla: materialow dostarczanych do zaktadu, po kazdym etapie produkcji oraz wyrobu
gotowego. Szczegotowy plan kontroli jest $cisle zalezny od typu produktu oraz od
realizowanego procesu produkcyjnego. Techniki kontroli jakosci przybierajg rozmaite formy
takie jak: wagi przeplywowe w ciaggu linii produkcyjnej (weryfikacja napetnienia), skanowanie
kodéw kreskowych/QR  (weryfikacja uzytych komponentéw), badania parametrow
fizykochemicznych, kontrola wizualna oraz sensoryczna (weryfikacja uszkodzen opakowania,
kolor, zapach, konsystencja) itp. [12,15-17,214,215]

Wykonywanie kontroli jakos$ci jest istotne nie tylko ze wzgledéw wewnetrznych
producenta, ale rowniez z przyczyn regulacyjnych. Ustawodawstwo wielu krajow wprowadza
okreslone normy, ktére wyrdb musi spetniaé, aby mogt by¢ on dopuszczony do obrotu. Jedna
z najbardziej podstawowych regulacji jest dyrektywa Rady Unii Europejskiej nr 76/211/EWG
z dnia 20 stycznia 1976 roku [216], ktora dla towarow paczkowanych okresla dopuszczalng
tolerancj¢ wzgledem deklarowanej wartosci napelnienia. Dyrektywa ta naktada roéwniez na
producentéw obowigzek kontrolowania kazdej partii produktu wprowadzanego do obrotu.
W polskim systemie prawnym regulacje te obowigzuja na mocy ustawy z dnia 30 wrzesnia
2022 roku [217]. Istotnym aktem prawny obowigzujacym na terenie Europejskiego Obszaru
Gospodarczego (EOG) jest Rozporzadzanie Parlamentu Europejskiego nr 528/2012 z dnia
22 maja 2012 roku, ktore $cisle reguluje rynek produktéw biobdjczych — obowiazek rejestracji,
ramy kontroli w trakcie produkcji srodkow chemiczny do uzytku konsumenckiego oraz ich
obrotu na terenie EOG [11], wprowadzony w Polsce przez Sejm ustawa z dnia 2 grudnia 2020
roku [218]. Tak wiec dziatania optymalizacyjne prowadzone w przemysle chemicznym musza
uwzglednia¢ szeroki kontekst funkcjonowania przedsiebiorstw, a nie jedynie efektywnos¢

ekonomiczng lub wydajno$¢ instalacji wytworcze;.
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4.7. Podsumowanie czesci literaturowe;j

Przemyst dazy ku efektywnos$ci, minimalizacji ryzyka oraz poprawy jakosci produktow.
W ramach polityki cigglego doskonalenia (PDCA) rewidowane sg funkcjonujace narzedzia
I procesy w celu ich optymalizacji oraz dostosowania do nowych potrzeb. Inzynierowie
chemicy pracujagcy w zakladach wytworczych rowniez dazg do udoskonalenia technik
fizykochemicznych. Prace te obejmuja odpowiedni dobdér metod analitycznych, czgstotliwosci
wykonywania kontroli oraz ograniczenia kosztochtonnosci laboratoriow. Wymagania
przemystu oraz dostepna technologia sprawiaja, ze specjalisci coraz czesciej wykorzystuja
narzedzia 1 metody interdyscyplinarne.

Nadzorowane uczenie maszynowe jest jedng z domen sztucznej inteligencji, w ramach
ktorej istniej bardzo wiele podej$¢, rozwigzan oraz we¢zszych zakreséw problemowych.
Podejécia te roznig si¢ nie tylko ogdlng idea, ale réwniez aparatem matematycznym,
korekcjami, parametryzacjami itd. To wszystko sprawia, ze nawet w tak mlodej dziedzinie
nauki, jaka jest sztuczna inteligencja istnieje bardzo wiele rozwigzan i podejs¢, ktore moga by¢
adaptowane i modyfikowane na potrzeby réznorodnych badan.

Algorytmy sztucznej inteligencji moga ocenia¢ eksperymenty i analizy znacznie szybciej
niz ludzie, charakteryzuja si¢ wicksza precyzja i powtarzalnoscig wynikow. Wykorzystanie ich
wplywa na poprawe¢ bezpieczenstwa pracownikOw laboratoriow poprzez zawgzanie zakresu
eksperymentow, czyli ograniczanie czasu ekspozycji specjalistdw chemikéw na substancje
szkodliwe np. rozpuszczalniki organiczne lub wskazniki stosowane w miareczkowaniach.

W ogblnym ujeciu problem badawczy niniejszej rozprawy ma na celu wykazaé, ze jest
mozliwa cyfryzacja jednego z elementow procesu kontroli jakosci w przemysle chemicznym
w zakresie badania parametrow fizykochemicznych. Postawiona teza zaktada weryfikacje
dzialan laboratorium kontroli jakosci w zakladzie produkcyjnym Reckitt Benckiser oraz
wykorzystanie badan interdyscyplinarnych, ktore wskazuja na wysokie prawdopodobienstwo:
— ograniczenia uzywania szkodliwych substancji chemicznych,

— przyspieszenie klasyfikacji probek,
— redukcji kosztow laboratorium fizykochemicznego.

Komplementarnym  zatozeniem jest wykorzystanie standardowego komputera
osobistego, udostgpnianego przez przedsiebiorstwo (bez modyfikacji sprzgtowej) oraz
dostepnego na nim oprogramowania (bez zakupu nowych aplikacji i licencji).

Oprogramowanie, ktore zostalo wybrane do realizacji celu badawczego to zestaw

Microsoft Office. Algorytm zostanie zaprogramowany z wykorzystaniem wbudowanego
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w pakiet jezyka programowania VBA (opisany na stronie 46). Aplikacja, ktora postuzy do
zbudowania interfejsu uzytkownika koncowego to Access, poniewaz posiada ona
zaawansowany kreator okien programu (dialogowych). Ze wzgledu na fakt, ze mozliwoS$ci
edytora VBA sg bardzo zblizone pomiedzy poszczegdlnymi aplikacjami, program MS Excel
rowniez moglby zosta¢ wykorzystany w tym celu.

Kontrola jakosci ma na celu sprawdzenie czy poddawany ocenie element jest zgodny, czy
tez niezgodny ze specyfikacjag. Wynika z tego, ze najodpowiedniejszg metodg uczenia
maszynowego do realizacji celu, bedzie klasyfikator binarny. Ze wzgledu na brak domysinych
funkcji w jezyku VBA, szczegdlnie trudne i mozolne byto tworzenie klasyfikatora na bazie
algorytmu drzewa Kklasyfikacyjnego (opisany na stronie 32) oraz losowego lasu decyzyjnego
(opisany na stronie 33). Nie moga rowniez zosta¢ zastosowane algorytmy wykorzystujace
operacje matematyczne wymagajace znacznej mocy obliczeniowej. Takie obliczania sg
wykorzystywane w algorytmie regresji logistycznej (funkcja logitowa, logarytmowanie;
opisany na stronie 30) oraz w modelu k-najblizszych sgsiadow (potegowanie,
pierwiastkowanie; opisany na stronie 31). Tak wigc najodpowiedniejszy typ algorytmu
klasyfikacji binarnej do realizacji celu badawczego to naiwny klasyfikator Bayesa (opisany
na stronie 34). Nalezy takze zaznaczy¢, ze ten typ klasyfikacji znajduje szerokie

zastosowanie i uznanie.
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5. Czes¢ eksperymentalna

Przedmiotem niniejszej rozprawy doktorskiej jest wykorzystanie narzedzi statystycznych
w analizach jako$ciowych, w obszarach produkcyjnych. Praca miata na celu zbadanie
mozliwosci stworzenia narzgdzia z dziedziny uczenia maszynowego. Na drodze do realizacji
pracy sprawdzono wymagania zaktadu produkcyjnego oraz wybrano etap procesu kontroli
jakosci, ktorego automatyzacja byta obarczona najmniejszym ryzykiem. Na bazie przegladu
literaturowego oraz wymagan przedsigbiorcy sformutowane zostaly zalozenia cze$ci
eksperymentalnej oraz koncepcja dzialania algorytmu. Niniejsza cze$¢ zawiera omdwienie
przyjetych zatozen, opis algorytmu klasyfikacji, przedstawienie funkcjonalnosci aplikacji oraz

metody oceny dziatania ostatecznego narzedzia.

5.1. Zalozenia do cze$ci eksperymentalnej

Rozprawa skupia si¢ na opracowaniu oraz zweryfikowaniu dziatania narzedzia
statystycznego, ktorego celem jest automatyzacja jednego z etapow procesu kontroli jakosci.
Precyzujac, oceny parametrow fizykochemicznych potproduktu, ktéry moze zosta¢ ponownie
wykorzystany w procesie produkcyjnym.

Sieci handlowe i dystrybucyjne sktadaja zamowienia na produkty w liczbie sztuk (liczba
butelek). Fabryka realizuje proces produkcyjny w taki sposob, aby dostarczy¢é zamowiony
towar w doktadnie zadanej ilosci. Mniejsza liczba dostarczonych opakowan konsumenckich
niz zamoéwiona wigze si¢ z karami za brak realizacji, za$§ wigksza z kosztami magazynowania
oraz ryzykiem starzeniem si¢ produktu. Elementy opakowaniowe nie starzeja si¢ w znaczacym
tempie oraz mozliwe jest ich tanie magazynowanie na terenie fabryki. Powszechne jest rowniez
uzywanie takich samych materiatow (np. butelek, korkow, kartonow) do wielu wyrobow oraz
marek. Natomiast nie jest mozliwe dokladne zsynchronizowanie procesu wytwarzanie
poOtproduktow plynnych z zamowiong ilosci butelek. Wigze si¢ to z minimalng wielkoscig
wsadu mieszalnika oraz startach na transferze pomiedzy instalacjami. Przez to powszechna

praktyka jest wytwarzanie wigkszej ilo§ci potproduktu, niz to wynika z zamowienia. W ramach
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optymalizacji kosztéw oraz redukcji marnotrawstwa potprodukty, ktore zastaty w zbiornikach
magazynowych po zrealizowanym procesie butelkowania sa ponownie wykorzystywane.
Wedlug procedur koncernu wymagaja one jednak weryfikacji parametrow fizykochemicznych
przed ponownym uzyciem. Klasyfikacja serii potproduktu do ponownego wykorzystania
w procesie produkcyjnym w zaktadzie Reckitt Benckiser Production (Poland) wykonywana jest
przez inzyniera chemika.

Prace podzielono na trzy etapy badawcze. Celem pierwszego z nich byto stworzenie
koncepcji algorytmu klasyfikacji binarnej, czyli szczegotowej definicji kluczowych aspektow
pracy badawczej, w postaci:

— oceny dostepnosci oraz jakosci danych produkcyjnych,

— analizy ryzyk dotyczacych implementacji narzedzia oraz definicja dziatan niwelujacych,
— podstawowych funkcjonalno$ci narzedzia,

—  zakresu funkcjonalno$ci interfejsu uzytkownika,

—  kryterium sukcesu w konteks$cie celu pracy oraz potrzeb przedsigbiorcy.

Realizacje tej fazy badan przeprowadzono poprzez analize rozpatrywanego procesu
produkcyjnego oraz towarzyszacych mu czynno$ci zarzadzania jakoscig. Efekty tego etapu

przedstawione zostaly w Rozdziale 5.2.

Drugi etap badawczy obejmowat stworzenie algorytmu wraz z interfejsem uzytkownika
wedtug opracowanej W pierwszej fazie badan koncepcji. Jako srodowisko programowania
zostala wybrana aplikacja Access (Microsoft Office), aby zrealizowaé cel uzycia tylko
I wlacznie standardowo dostepnych zasobow. Kluczowa funkcjonalnoscia, ktora zawazyta na
wyborze tego programu byty obszerne mozliwosci tworzenia formularzy (okien dialogowych).
Wykorzystano algorytm naiwnego klasyfikatora Bayesa. Zostat on zaprogramowany w jezyku
VBA, a jego parametry sterujgce zostaly dobrane na bazie dost¢gpnych danych produkcyjnych.
Opracowana aplikacja koncepcyjnie zastepuje element kontroli jakosci, dlatego konieczne byto
stworzenie graficznego interfejsu uzytkownika, by umozliwi¢ personelowi produkcyjnemu
obstuge nowego narzgdzia. Poniewaz wytwarzane produkty podlegaja czestym zmianom,
niezb¢dne bylo zaimplementowanie mozliwosci sterowania algorytmem. Efektem prac tego
etapu bylo kompletne narzedzie — algorytm klasyfikacji wraz z interfejsem uzytkownika
opisany w Rozdziale 5.3.

Ostatni etap prac badawczych zakladat zdefiniowanie optymalnych parametréw

algorytmu oraz okreslenie czy spelnione zostaly kryteria sukcesu. W tym celu stworzony zostat
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plan testow (Rozdziat 5.4), ktory zwierat wybrane wskazniki oceniajace jakos¢ klasyfikacji.
Zostat ustalony punkt odniesienia w postaci arbitralnie dobranych atrybutow sterujacych.
Nastepnie wszystkie parametry kolejno podlegaty iteracyjnym zmianom wartosci wzgledem
punktu odniesienia. Po kazdej modyfikacji uruchamiana byta ewaluacja, aby uzyskac¢ wartosci
wskaznikow oceniajacych algorytm. W ten sposob otrzymano charakterystyke wplywu danego
parametru na jako$¢ klasyfikacji. Nastepnie wysterowane zostaly wszystkie atrybuty

jednoczes$nie uwzgledniajac optymalne wartosci z poprzednich testow.

5.2. Koncepcja algorytmu oraz aplikacji komputerowej

W tej czgsci pracy przedstawiono analiz¢ rozpatrywanego procesu produkcyjnego oraz
towarzyszacych mu dziatan jakosciowych. Na jej podstawie okreslono, ktory punk kontrolny
moze zosta¢ poddany automatyzacji z wykorzystaniem algorytmu uczenia maszynowego.
Scharakteryzowano dostgpne dane produkcyjne — zbidr treningowy. W koncepcji zawarto
réwniez Wymagania wzgledem oprogramowania wynikajace z dziatalno$ci prowadzonej przez

zaktad produkcyjny. Te faze badan zakonczono okresleniem kryteridéw sukcesu.

5.2.1. Doboér elementu procesu kontroli jakoSci

Podstawa do stworzenia koncepcji narzedzia statystycznego byta analiza procesu
produkcyjnego. W tym celu stworzono diagram reprezentujacy przeptyw materiatdw, etapy

wytworcze oraz punkty kontroli jakosciowej w zaktadzie Reckitt Benckiser (Rysunek 5.1).

Q1 Q2 Q3 Q4 QS5 Q6 Q7
\1/
Przyjecie Wytwarzanie Skladowanie P . Skladowanie
z . , akowanie
SUrowcow polproduktu polproduktu produktu
Q8

Zawracanie (

Yersnenenansd | pOlproduktu

Rysunek 5.1. Diagram analizowanego procesu produkcyjnego z punktami kontroli jakosciowej (Q)
oraz ze wskazanym elementem bedacym przedmiotem badan (czerwona ramka przerywang linig).
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5.2.2. Opis procesu produkcyjnego

Przyjecie surowcow

Surowce do produkcji ptynnych srodkow czystosci byty przechowywane na terenie
fabryki w trzech rodzajach magazynow. Pierwszym z nich byl stokaz, ktory skladat si¢ ze
zbiornikéw do przechowywania cieczy o pojemnosci od 15 m® do 50 m3. Dostawy odbywaty
si¢ Z wykorzystanie cystern samochodowych. Magazynowane tam byty m.in. takie surowce jak
roztwor podchlorynu sodu (wykorzystywany w srodkach czystosci stosowanych w tazienkach),
roztwor nadtlenku wodoru (wykorzystywany w wybielajacych srodkach czystosci), prekursory
surfaktantow anionowych (np. roztwor kwasu alkilobenzenosulfonowego, ABS), wodg i inne.

Drugim typem magazynu byla konstrukcja stuzaca do przechowywania kompozycji
zapachowych, ktore charakteryzowaty sie niska temperaturg zaptonu, a wigc stwarzaty ryzyko
pozarowe. Przechowywane byly wiec w beczkach stalowych oraz na otwartej, zadaszonej
konstrukcji stalowej, ktora w przypadku zaptonu kierowata sit¢ wybuch w okre§lonym
normami bezpieczenstwa kierunku.

Ostatnim rodzajem magazynu byt standardowy budynek magazynowy, w ktérym
przechowywano materiaty dostarczane na paletach. Byty to surowce sypkie (np. worki lub

tzw. big-bagi) oraz surowce ptynne (np. beczki lub paletopojemniki).

Wytwarzanie potproduktu

Fabryka wytwarzata pétprodukty ptynne w modelu wsadowym (tzw. szarzowym). W tym
celu wykorzystywane byly mieszalnik o pojemnosci od 5 m® do 25 m? (zaktad dysponowat
ponad 20 takimi instalacjami). Kazdy z nich byt wyposazony mieszadto umieszczone centralnie
oraz system cyrkulacji wsadu (pompa pobierata ptynu od dotu mieszalnika i przepompowywata
go na gorg). W ciggu obiegu cyrkulacyjnego umieszczony byt kolektor zaworowy
Z podlaczonymi rurociggami od zbiornikéw stokazowych. Odpowiednie wysterowanie
zawordow pozwalato na dozowanie surowcow. Aby zapewni¢ bezpieczenstwo instalacje byly
specjalizowane, to znaczy, ze jezeli istnialo ryzyko niepozadanych reakcji pomiedzy
surowcami (np. reakcja NaClO z H20) to nie podtaczano ich do jednego mieszalnika.

Uzbrojenie w armature zalezato od typu wytwarzanych receptur. W przypadku procesu
mieszania, podczas ktorego zachodzita reakcja neutralizacji, ktéra wydzielata ciepto
(np. wytwarzanie anionowego zwigzku powierzchniowo czynnego SLES z prekursora ABS),
mieszalnik byt wyposazony w system chtodzenia (stosowano wymienniki ptytowe). Do

dozowania sypkich surowcow trudno rozpuszczalnych uzywano pomp mieszajacych.
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Monitorowanie dozy surowca byto realizowane na rézne sposoby. Kazdy mieszalnik byt
wyposazony w tensometry, a wigc wielkos¢ dozy surowca (sypkiego lub ptynnego) jak i catego
wsadu mieszalnika byta monitorowana przez operatora. W uzasadnionych przypadkach
stosowane byly przeptywomierze, ktore zapewnialy wigkszg doktadnos¢ pomiaru (np. dla
konserwantow ptynnych, dla ktérych prawo okresla gérng granice dopuszczalnego stgzenia).
Jezeli ilo$¢ surowca byta niewielka (mniejsza od 50 kg) przed operacja mieszania
przygotowywane byty nawazki (np. barwniki, kompozycje zapachowe).

Wytwarzanie odbywato si¢ w modelu wsadowym. Do kazdej szarzy operator mieszalnika
otrzymywata kart¢ recepturowa. W dokumencie byly wyszczegolnione wszystkie surowce
wraz z dopuszczalnymi odchytkami od iloéci dozowania, kolejnoscig ich dodawania oraz
czynnosciami jakie nalezy wykona¢. Wszystkie dziatania byly wyszczegdlnione
chronologicznie, mogto to by¢: dozowanie surowca w okreslonej iloéci, podgrzanie wsadu do
okreslonej temperatury, uruchomienie cyrkulacji, wykonanie pomiaru pH, przekazanie probki
do laboratorium fizykochemicznego, kontrola wizualna itp.

Wytwarzanie kazdej szarzy konczylto si¢ przekazaniem probki do laboratorium w celu
kontroli parametrow fizykochemicznych. Zakres badafh réznil si¢ w zaleznosci od rodzaju
produktu. Przed otrzymaniem wynikéw z laboratorium operator nie mégt podja¢ zadnych
dzialan. Jezeli wyniki oznaczania parametrow byly zgodne ze specyfikacja operator mogt
przesta¢ wsad na zbiornik magazynowy lub wykona¢ dodatkowa operacje, czyli dodanie
polproduktu, ktéry pozostat z poprzedniego butelkowania.

Ponadto instalacje produkcyjne (niezaleznie od etapu) oraz obszary byty dostosowane do
parametréw fizykochemicznych wytwarzanych potproduktow. Tak wiec:

— instalacje majace kontakt z podchlorynem sodu wykonane byty z tworzywa i/lub tytanu,
— elementy stalowe majace kontakt z nadtlenkiem wodoru poddawane byty pasywacii,
— oObszar i instalacje wykorzystywane do produkcji formul wrazliwych na zakazenie

mikrobiologiczne byly budowane i utrzymywane w podwyzszonym standardzie czystosci,

Sktadowanie potproduktu

Kazdy mieszalnik pofaczony byl z wieloma zbiornikami magazynowymi. Taki uktad
instalacji pozwalat na zbudowanie zapasu jednego potproduktu oraz do wytwarzania réznych
potproduktow na tym samym mieszalniku. Pierwsza sytuacja byta konieczna w przypadku, gdy
linia pakujaca miata wyzsza wydajnos$¢ niz odpowiadajacy jej mieszalnik. Miato to miejsce

szczegdlnie w przypadku potproduktow charakteryzujacych si¢ duza lepkoscia oraz
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jednoczesnie pakowanych w butelki o duzej pojemnosci (wigksze niz 1 litr) — byty to np. ptyny
do prania lub do czyszczenia toalet. Takie receptury wymagaty wigcej czasu na homogenizacje
(wicksza lepkos$¢ oznaczata dtuzsze rozprowadzanie surowca w objetosci wsadu). Z drugiej
strony byly mniej podatne na pienienie si¢ podczas dozowania do butelki, przez co wydajnos¢
linii byta wysoka. W takiej sytuacji etap wytwarzania potproduktu musial rozpoczaé si¢
odpowiednio wczesniej, tak by zbudowac zapas, ktory pozwalat linii pakujaca na butelkowanie
calego zamoOwienia bez przestojow. Druga sytuacja zachodzita, gdy na dwoch (lub wigcej
liniach) butelkowane byty rozne pélprodukty wytwarzane na tym samym mieszalniku

(np. od$wiezacze powietrza, ktore roznity si¢ jedynie typem kompozycji zapachowej).

Pakowanie
Mianem pakowania okreslano czynnosci wykonywane szeregowe, ktore prowadzity do
wytworzenia produktu gotowego. W analizowanym zaktadzie do linii pakujacej na paletach
dostarczane byly materialy opakowaniowe (butelki, nakretki, etykiety, kartony zbiorcze).
Potprodukt transportowany byt ze zbiornikoéw magazynowych do zbiorniczkéw buforowych za
pomoca rurociggow. Kazda linia pakujaca podtaczona byta do wielu zbiornikow poprzez wyspy
zaworowe. Na poczatku ciggu technologicznego pakowania dostarczane byty butelki, ktore
pozycjonowano na transporterze tasmowym. Nastepnie wprowadzano je do maszyny
(tzw. nalewarki), ktorej zadaniem byto napelnienie butelki do zadanej objetosci. Stosowano
trzy rodzaje maszyn:
—  Wyposazone w cylindry z mechanicznie regulowanym ttokiem. W jednym takcie maszyna
wykonywata dwie czynnosci, napetnia cylinder potproduktem ze zbiorniczka buforowego,
a nastepnie oprozniata cylinder do butelki.
— Kontrolujagce poziom napetnienia butelki za pomoca przeptywomierza, ktory byt
zamontowany przy kazdym nalewaku wprowadzanym do butelki.
— Wykorzystujace szalki wagowe. Kazda butelka pozycjonowana byla na wadze,
a napenianie konczyto si¢ po uzyskaniu zadanej masy butelki wraz z potproduktem.
Butelki po napetnieniu kierowano za pomoca transporteréw do maszyny, ktora nakregcata korek.
Nastgpnym etapem bylo nalozenie etykiety przedniej i tylnej. W kolejnej czynnosci
nadrukowywano numer partii. Po tym etapie opakowanie konsumencie bylo kompletne.
Zadaniem dalszej maszyny w ciaggu technologicznym bylo zgrupowanie butelek i umieszczenie

ich w kartonie zbiorczym, ktore to nast¢pnie byto uktadane na palecie.
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5.2.3. Opis procesu kontroli jakoS$ci

Przedsiebiorstwo w celu badan do niniejszej rozprawy udostepnito obszar wytwarzania
srodkow czystoSci w postaci ptynnej (np. wybielacze, od$wiezacze powietrza, ptyny do prania).
Przeanalizowany zostal proces wytworczy, a nastgpnie sporzadzono jego diagram
(Rysunek 5.1). Zaobserwowana sekwencja rozpoczynata si¢ od odebrania dostaw surowcow.
Wewnetrzne regulacje kontroli jakosci obligowaty partneréw biznesowych fabryki, do tego, by
kazda partia materiatu w dokumentach transportowych zawierata §wiadectwo wykonanej przez
nich kontroli. Pierwsza czynnoscig jakosciowa (0znaczong jako Q1) byta weryfikacja
dokumentow. Jej nastepstwem byta informacja w systemie zarzadzania magazynem, czy dana
partia surowca zostala udostepniona (zwolniona) do produkcji. Znikoma cz¢$¢ surowcow
(mniej niz 10% ogdlnej liczby uzywanych pozycji) przechodzita kontrolg w trakcie
przekazywania materialu z magazynu wewngtrznego na obszar produkcji (Q2). Sposrod
wszystkich wyspecyfikowanych parametrow sprawdzano tylko jedna kluczowa ceche (np.
zawarto$¢ procentowg gtownego sktadnika). Oznaczong warto$¢ archiwizowano w dokumencie
produkcyjnym (tzw. karcie szarzy) oraz w pliku komputerowym typu Excel.

Potprodukt wytwarzano w modelu wsadowym (tzw. szarzowym). Zgodnie z recepturg
(karta szarzy) do mieszalnika dozowano surowce oraz uruchamiano operacje pomocnicze
(np. podgrzewanie). W trakcie tego etapu wykonywano analizy parametrow
fizykochemicznych (Q3) np. pomiar lepkosci. Zakres badan zalezat od typu potproduktu oraz
wykorzystywanej instalacji. Zapisy prowadzono w sposob nieustandaryzowany w plikach
elektronicznych oraz dokumentach papierowych. Przed transferem wytworzonego potproduktu
do zbiornika magazynowego wykonywano analize wszystkich cech jakosciowych (Q4),
zgodnie z odpowiadajaca specyfikacja. Jezeli okres sktadowania byt dtuzszy niz jedna godzina,
to przed rozpoczeciem kolejnego etapu powtarzano petng kontrole jakosciowa (Q5). WyniKki
obu sprawdzen zapisywano w pliku Excela oraz odnotowywano w dokumentach.

Podczas pakowania, czyli napetniania opakowan konsumencki (butelek) wytworzonym
wczesniej potproduktem, kontrolowano niektére parametry fizykochemiczne (Q6). Zakres tych
badan nie byt wystandaryzowany. Zalezat on od typu wyrobu (np. rozmiaru opakowania, kraju
przeznaczenia), potproduktu oraz instalacji, na ktorej realizowano pakowanie. Archiwizacje
wynikéw tych sprawdzen prowadzono w sposob niejednorodny. W zalezno$ci od rodzaju
mierzonej wartosci 0ocena mogla by¢ zapisana w bazie danych SQL, pliku Excel

lub dokumentacji papierowej.
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Kontrole jakosci oznaczong jako Q7 wykonywano po zakonczeniu pakowania. Miata ona
na celu potwierdzenie, ze wytwarzano produkt spetniajacy warunki specyfikacji. Pozwalata ona
na przekazywanie wyrobu gotowego do magazynu. Wykonywano jg ponownie, jezeli w trakcie
realizacji produkcji nastgpita zmiana personelu. Wyniki tej kontroli przechowywano w pliku
Excela oraz odnotowywano w dokumentach papierowych.

Nie wystgpowala petna synchronizacja etapow produkcji. Przez co ilos¢ wytworzonego
potproduktu byta wieksza niz zapotrzebowanie procesu pakowania. Nadmiarowg ilo$¢
kierowano ponownie do produkcji tego samego potproduktu w celu zminimalizowania kosztow
oraz marnotrawstwa. W celu dopuszczenia do ponownego wykorzystania poprzedniej partii
ptynu, wymagana byta kontrola jego parametrow fizykochemicznych (Q8). Specjalista oceniat
wyniki analiz laboratoryjnych oraz wizualny wyglad probki, aby zakwalifikowa¢ kontrolowang
partie. W przypadku skierowania pozostatosci potproduktu do ponownego uzycia, jego ilos¢
dodana do nowej szarzy nie mogta przekroczy¢ 10% masy produkowanego wsadu mieszalnika.

Wyniki kontroli jakosciowej oraz decyzj¢ specjalisty zapisywano w bazie danych SQL.

Ocena mozliwosci cyfryzacji i automatyzacji punktow kontroli jakosci

Analiza procesu produkcyjnego pozwolita okresli¢ w jaki sposob realizowano kontrole
jakosci — punkty od Q1 do Q8 (Rysunek 5.1). Zweryfikowany zostal réwniez sposob
archiwizowania danych. Do opracowania narzedzia klasyfikujacego, opartego na algorytmie
uczenia maszynowego, wykorzystuje si¢ dane treningowe. Taka baza informacji powinna
zawiera¢ odpowiednig liczbg probek, przypisane do nich parametry oraz etykiety (wyniki
klasyfikacji). Poszczegolne kontrole jakosci zostaty ocenione pod wzgledem kompletnosci
i dostepnosci danych historycznych.

Sposéb prowadzenia kontroli jakosci oraz archiwizacji danych w punktach Q1, Q2, Q3
oraz Q6 w formie zastanej nie pozwalat na ich cyfryzacje i automatyzacje. W tych przypadkach
nie istniaty kompletne cyfrowe zbiory danych historycznych, na bazie ktérych moglby zostac
opracowany algorytm uczenia maszynowego.

Zbudowanie algorytmu uczenia maszynowego okazato si¢ mozliwe dla punktow kontroli
Q4, Q5, Q7 oraz Q8. W ramach tych czynno$ci wykonywano wystandaryzowane analizy
parametrow fizykochemicznych. Kazda kontrola posiadata jednolity sposob archiwizowania
danych w plikach elektronicznych. Dostgpne byty informacje takie jak: dane potproduktu,
wartos$ci zbadanych parametréw oraz wynik kontroli jakosci. Pliki, w ktorych przechowywano

dane mogtly by¢ bezposrednio uzyte jako zbior treningowy dla aplikacji klasyfikujace;.
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Punkt kontroli potproduktu zawracanego do produkcji (Q8) zostal wybrany jako
przedmiot badan. Gtéwnym aspektem, ktéry zadecydowat o objeciu cyfryzacja tego elementu
byta minimalizacja ryzyka dla zaktadu wspoélpracujacego. W przypadku decyzji o wdrozeniu
opracowanego narzedzia, to nieprawidlowa klasyfikacja wykonana przez algorytm niostaby
najmniejsze zagrozenie dla jakosci wyrobu gotowego, poniewaz:

— zawracany potprodukt uprzednio przechodzit wielokrotnie kontrole jakosci,

— dodawana partia mogta stanowi¢ maksymalnie 10% masy wsadu mieszalnika, a wigc
ograniczano wpltyw dodatku na parametry fizykochemiczne catej szarzy,

—  po zawrdceniu potproduktu, a nastepnie zakonczeniu produkcji szarzy, wykonywano peina

kontrole parametréw — mozliwo$¢ wykrycia potencjalnej niezgodnosci.

5.2.4. Dane produkcyjne

Przeanalizowane zostaly dane produkcyjne dostepne w pliku komputerowym (baza
danych produkcyjnych). Zestawienie dostgpnych parametréw przedstawiono w Tabeli 5.1.
Wszystkie argumenty zostaly scharakteryzowane pod wzgledem tego jakie warto$¢ moga by¢
im przypisane w bazie danych: tekst (dowolna warto$¢ tekstowa lub liczbowa), prawda/fatsz,
data oraz stownik (zamknieta lista wyboru, ktorej uzytkownik nie moze modyfikowac).
Dodatkowo kazdemu parametrowi przypisano typ wartosci: D (zmienna dyskretna)
oraz R (argument z zakresu liczb rzeczywistych).

W algorytmie wykorzystano wszystkie parametry oznaczone jako dyskretne (Tabela 5.1)
w sposob bezposredni, czyli nie poddawano ich dodatkowym operacjom. W obliczeniach
prawdopodobiefistwa nie uwzglgdniono argumentdéw przybierajacych wartosci dat. Jednak
zastosowano je w celu ograniczenia zakresu czasowego, z ktorego pobierano informacje
0 probkach (ograniczenie zbioru treningowego). Parametry rzeczywiste poddawano
transformacji do zmiennych dyskretnych. W produkcyjnej bazie danych dla analiz
fizykochemicznych nie prowadzono weryfikacji, czy wprowadzane wartosci stanowia liczby.
Przyktad stanowig zapisy wynikow analizy lepkosci, w ktorych odnajdowane sa informacje
tekstowe, np. ,,EEE”. Powoduje to konieczno$¢ uwzglednienia w obliczeniach jedynie
poprawnie wprowadzonych warto$ci liczbowych.

Baza danych produkcyjnych udostgpniona do badan zawierata informacje gromadzone
od poczatku 2012 roku do listopada 2022 roku. Zawierala ona dane o 538 potproduktach.
Catkowita liczba probek wyniosta 44 236. Pozycje poddawano klasyfikacji wykonywanej przez

specjalistow (personel posiadajgcy odpowiednie uprawnienia). Probkom przypisano klase
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pozytywng (zawroci¢: ponowne wykorzystanie w procesie produkcyjnym) 39 757 razy,
za$ 2 618 razy negatywna (Sciek: seria przeznaczona do utylizacji). Bez oceny pozostato
1861 pozycji. Klasyfikacja potproduktu nie byta jednoznaczna. Stosowan0 rowniez warunkowe
zawracanie wyrobu. W takim przypadku do pozytywnej oceny probki (,,zawroci¢”) dotagczano
obowigzkowe zalecenia np. ,,przefiltrowaé¢ przed zawroceniem”. Takie zaklasyfikowanie

stanowito 15,9% wszystkich ocen pozytywnych (7 038 z 39 757).
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Tabela 5.1. Parametry dostepne w bazie produkcyjne;j.

Nazwa parametru

(nazewnictwo Typ danych Typ, . Opis
. wartosci
produkcyjne)

Numer probki Tekst D Numer porzadkowy identyfikujacy pobrang
probke w bazie danych

Kod Wyrobu Tekst D Kod alfanumeryczny, ktory jednoznacznie
identyfikuje potprodukt

Nazwa produktu Tekst D Stowna nazwa produktu

Data pobrania Data Data, kiedy zostata pobrana probka do analiz
laboratoryjnych

Termin Data R Data, do kiedy dany potprodukt moze zostac

przydatnos$ci zZuzyty

Mikrobiologiczna Prawda/Fatsz D Informacja czy potprodukt jest wrazliwy na
zakazenie mikrobiologiczne

Rodzaj Stownik D Klasyfikacja potproduktu ze wzgledu na jego
pochodzenie (np. produkcja, test, mycie instalacji)

Typ Stownik D Oznaczenie czy wyrdb jest normatywny czy
niezgodny

Instalacja Stownik Nazwa instalacji pochodzenia

Kolor Prawda/Falsz Wynik analizy sensorycznej na zgodno$¢ ze
wzorcem

Zapach Prawda/Fatsz D Wynik analizy sensorycznej na zgodnosc ze
wzorcem

Wyglad Prawda/Falsz D Wynik analizy sensorycznej na zgodno$¢ ze
wzorcem

pH Tekst R Warto$¢ pomiaru pH

Gestosé Tekst R Wartos¢ pomiaru gestosci

Lepkos¢ Tekst R Wartos¢ pomiaru lepkosci

Nadtlenku wodoru Tekst R Wartos¢ stezenia procentowego nadtlenku wodoru

Chlor Tekst R Wartos¢ stezenia procentowego wolnego chloru

Sucha pozostatosé¢ Tekst R Warto$¢ suchej pozostatosci, wyrazana
w procentach masy poczatkowej

Decyzja Stownik R Decyzja jaka moze podjaé technolog:
zawrocic/Sciek

Technolog Stownik Lista 0s6b uprawnionych do decyzji

Zalecenia Tekst Dziatania jakie technolog zleca, np. zmniejszenie

ilo$ci mozliwej do zawrocenia
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5.2.5. Wymagania stawiane aplikacji komputerowej

Zaktad produkcyjny, w ktorym realizowane byly badania, posiadat certyfikowany system
zarzadzania jako$cig (SZJ), zgodny z normg ISO 9001:2015. Standaryzacja ta wymagata
regulacji wewngtrznych (procedur), modelu podejmowania decyzji oraz dokumentowania
dziatan. W fazie koncepcyjnej zostaly okreslone ryzyka niezgodnosci, a w ich nastgpstwie
kryteria, ktore nowe oprogramowanie jest zobowigzane speic, aby zostato dopuszczone do
uzytku. W Tabeli 5.2 zestawiono wymagania oraz sposob ich realizacji, tak aby zostata

zachowana zgodnosc¢ z procedurami — dziatania niwelujace ryzyko.

Tabela 5.2. Wymagania wzglgdem oprogramowania oraz przyjety sposob ich realizacji.

Wymaganie
systemu zarzadzania jakoScia

Sposéb realizacji (funkcja aplikacji)

Pierwotne dane produkcyjne
nie mogg by¢ zmieniane

Opracowana zostata nowa aplikacja, ta juz istniejaca nie
byta modyfikowana. Polaczenie z baza danych
realizowane jest w trybie ,,tylko odczytu”.

Decyzje jakosciowe moga by¢
podejmowac tylko przez $cisle
wyznaczone 0soby

Wynik algorytmu klasyfikacji nie jest zapisywany
automatycznie. Wymagane jest uzycie przycisku
,»,Zapisz” przez cztowieka. Lista uprawnionych osob jest
pobierana z produkcyjnej bazy danych.

Wprowadzone zmiany musza by¢
identyfikowalne

Aby zapisanie wyniku byto mozliwe konieczne jest
wybranie z listy oznaczenia identyfikujacego osobg.
Data i czas zapisywane sg automatycznie.

Korekcja ustawien musi by¢
zapisywana w rejestrze

Zmiana ktoregokolwiek parametru sterujgcego
algorytmem wywotuje komunikat ostrzezenia. Jezeli
zmiana bedzie kontynuowana to automatycznie
wygeneruje si¢ plik zawierajacy: parametry przed
zmiang, wskazniki oceny algorytmu, dane kazdej
ocenionej probki.

Uzytkownikowi musi by¢
zapewniony dostep do aktualnych
informacji

W aplikacji prezentowane sg pierwotne dane probki,
wyniki obliczen algorytmu, przyznana klasa, dane uzyte
przez algorytm, biezace wartos$ci wskaznikow oceny
narzedzia oraz komunikaty.

Muszg istnie¢ mozliwosci
analizy, monitorowania
i doskonaleniu procesu

Wyswietlanie s wskazniki oceny narzgdzia i dane, na
podstawie ktorych zostaly one obliczone. Po kazdej
zapisanej klasyfikacji sa one aktualizowane. Mozliwa
jest zmiana parametrow algorytmu oraz uruchomienia
ewaluacji z danych historycznych.
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5.2.6. Wymagania stawiane algorytmowi

W Rozdziale 4.7 ,,Podsumowanie cze¢$ci literaturowej”, jako model algorytmu uczenia
maszynowego zostal wskazany naiwny klasyfikator Bayesa. Zaprogramowany go w aplikacji
Access (Microsoft Office) z wykorzystaniem edytora jezyka VBA. Doktadno$¢ klasyfikacji
(ACC; opisana na stronie 42) zostata wskazana jako gldéwny wskaznik oceny algorytmu uczenia
maszynowego — opracowywanego narzedzia. Ustalone zostaty dwa kryteria sukcesu.

Pierwsze z nich dotyczyto, przedmiotu dociekan niniejszej rozprawy, czyli badan nad
mozliwo$ciami wykorzystania narzedzi statystycznych w analizach jako$ciowych, w obszarach
produkcyjnych. Jezeli doktadno$¢ wyniesie powyzej 50% to odpowiedz bedzie twierdzaca.
W takiej sytuacji poziom poprawnych predykcji bedzie wigkszy niz w przypadku losowego
przypisania klasy. W badanym rozwigzaniu mozliwe jest otrzymanie wyniku sposrod dwoch
mozliwo$ci  (klasyfikator binarny). Tak wiec dla zdarzen wylacznie losowych
prawdopodobienstwo dla jednej z mozliwosci wynosi ¥ czyli 50% (np. szansa wylosowania
reszki w pojedynczym rzucie moneta).

Drugie kryterium sukcesu dotyczylo mozliwosci implementacji narz¢dzia w procesie
kontroli jakos$ciowej. Ustalono, ze warto$§¢ doktadnosci powyzej 95% sprawi, ze narzgdzie
bedzie posiadalo mozliwosci wdrozeniowe. Odpowiednio wysoki poziom skuteczno$ci
pozwala niwelowac ryzyko dla jakosci produktu oraz bezpieczenstwa konsumentoéw. Ustalony
zostat rowniez prog zdolnosci oznaczenia probek (ASR) pochodzacych ze zbioru treningowego

(analiz historycznych) na poziomie minimum 80%.
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5.3. Opis funkcji aplikacji

Prezentowane identyfikatory produktow i instalacji zostaly zanonimizowane by zachowaé
tajemnicg przedsigbiorstwa. Zgodnie z wymaganiami (Tabela 5.2) dane Zrodtowe oraz
istniejgcg aplikacje produkcyjng zabezpieczono przed modyfikacjg. W tym celu opracowano
nowy, niezalezny program. Na Rysunku 5.2 przedstawiono strone¢ startowsg narzedzia.

Opracowano je w catosci, w toku realizacji prac badawczych. Programowi nadano

W  tym

rozdziale

nazwe ,,Statystyczny Chemik™.

rozprawy przedstawiono funkcje opracowanego narzedzia.

-
_ﬁ_ Statystyczny Chemik

‘ Pobieranie informacji o prébce

Data pobrania od:
Data pobrania do:
Numer probki:
Kod Wyrobu:

Opis:

Mikrobiologiczna:
Data pobrania:
Temin przydatnoéci:
Rodzaj:

Typ:

Instalacja:

01.01.2022

31.12.2022

7 pobierzdane
i Czyéé pola

< Pobierz dane i ocen

' oone

y e

Dane dyskretne

Parametry
algorytmu

| Komunikaty |

systemowy

Prawdopodbienstwa dla klas

Wynik ewaluacji probki

Zawrdé:
Sciek:

Suma:

P(Ci) [%]

ng

Liczba

Kp{Zawrdcic):

Kp(Sciek):

(7]
()
()

Decyzja algorytmu:
Decyzja Technologa:

Technolog:

L e
@
ML)

pelecenta Technolog: |:|

[ Zapisz decyzje do bazy

Dane szczegotowe obliczen algorytmu

Rysunek 5.2. Opracowane narzedzie ,,Statystyczny Chemik” — okno poczatkowe.

uzytkownika podzielono na dwa obszary. Pierwszy z nich znajdujacy si¢ po lewej stronie,
zawiera si¢ W ramce 0 nagléwku ,,Pobieranie informacji o probce”. Wykorzystywany jest do

Sciggania informacji z bazy danych oraz do cigglego prezentowania kluczowych parametrow

Ekran poczatkowy opracowanej aplikacji przedstawiono na Rysunku 5.2 Interfejs

personelowi produkcji. Drugi obszar znajdujacy si¢ po prawej stronie, zbudowano z 5 Kkart:

Podsumowanie (wyniki obliczen posrednich oraz klasyfikacji),

Dane rzeczywiste (informacje pierwotne pobrane z bazy danych),

Dane dyskretne (parametry po dyskretyzacji),

Parametry algorytmu (sterowanie programem oraz wyniki jego ewaluacji),

Komunikaty systemowe (informacje o zakonczonych etapach i btedach).
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5.3.1. Pobieranie danych produkcyjnych

W celu poddania nowej partii wyrobu klasyfikacji, w formularzu wprowadza si¢ jej
identyfikator do pola ,,Numer probki”. Zaklad produkcyjny stosowal numerowanie probek
w formacie: [liczba porzadkowa] / [numer miesigca]. Oznacza to, ze probka o numerze 355/10
byta 355. probka pobrang w pazdzierniku. Taki sposéb identyfikacji nie zawiera informacji
0 roku, w ktorym nastgpito przypisanie oznaczenia. Jednakze w bazie danych wystepuje
doktadna data pobrania, dzigki czemu istniej mozliwo$¢ ograniczenia zakresu wyszukiwania

do analizowanego roku — pola ograniczania daty pobrania od/do (Rysunek 5.3).

Pobieranie informacji o probce

Data pobrania od: | 01.01.2022 T pobierzdane

Data pobrania do: 5+ Czyscpola
Numer prébki: 5 Pobierz dane i oceit
Kod Wyrobu:

Opis:

Mikrobiologiczna:
Data pobrania:
Temin przydatnosci:
Rodzaj:

Typ:

[HIIHE

Instalacja:

Rysunek 5.3. Opracowane narzedzie ,,Statystyczny Chemik” — pobieranie danych o probce.

Na Rysunku 5.3 widoczne sg trzy przyciski. Kolejno od goéry stuza one: (i) wylacznie
pobieraniu danych probki i pozycji archiwalnych, (ii) usuwaniu wszelkich informacji
z formularzy, (iii) pobraniu wszystkich danych, dyskretyzacji zmiennych rzeczywistych oraz
dokonywaniu klasyfikacji. Pola zacieniowane nie moga by¢ edytowane. Po wskazaniu numeru
identyfikacyjnego tacznie z zakresem dat, mozliwe jest Sciggnigcie informacji pierwotnych
o prébce. W pierwszym kroku aplikacja uzyskuje parametry pozycji o wskazanym
identyfikatorze. Nastepnie pobierane sg informacje historyczne probek odpowiadajace temu
samemu polproduktowi wraz z decyzja (etykieta). Jako wyrdznik do przeszukiwania zbioru
danych stuzy kod wyrobu uzyskany w pierwszym w kroku. Obie czynnosci wykonujg si¢ po

nacisni¢ciu jednego z przyciskOw pobierania danych.
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Prezentacj¢ informacji dla probki 355/10 (2022 rok) przedstawiono na Rysunku 5.4 (dane
podstawowe) oraz na Rysunku 5.5 (dane rzeczywiste). Na drugiej ilustracji widnieje
8 parametréw z 17 dostepnych. W programie mozliwe jest przesuwanie widoku, aby uzyskac

podglad wszystkich kolumn oraz wierszy.

Pobieranie informacji o prébce

Data pobrania od: | 01.01.2022 7 Pobierz dane
Data pobrania do:  |31.12.2022 2+ Czyicpola

Numer probki: 355/10 :N pobierz dane i ocen

Kod Wyrobu: KW _0901

Opis: Nazwa potproduktu (wyrobu) 0901

Mikrobiologiczna:
Data pobrania: 27.10.2022
Temin przydatnosci: | 25.04.2023
Rodzaj: Poptuczyny
Typ: Regularna

=]
m

Instalacja: Instalacja_135

Rysunek 5.4. Opracowane narzedzie ,,Statystyczny Chemik” — informacje podstawowe dla probki
o identyfikatorze 355/10 z 2022 roku.

Podsumowanie Dane rzeczywiste Dane dyskretne Parametry Komunikaty
algorytmu systemowy

‘& Typ_Probki | Linia Barwa Zapach Wyglad pH Gestosc Lepkosc i
Regularna Instalacja_135 OK OK MON OK 2,19 1,001

B !I'yp_Probki Linia Barwa Zapach Wyglad pH Gestosc Lepkosc

] Regularna Instalacja_135 OK OK NOM OK 2,15 1,001
Regularna Instalacja_134 OK OK 0K 2,16 1,002
Regularna Instalacja_134 OK OK QK 2,15 1,002
Regularna Instalacja_134 OK OK 0K 2,16 1,002
Regularna Instalacja_134 OK OK QK 2,16 1,002
Regularna Instalacja_135 OK OK NOM OK 2,27 1,002
Regularna Instalacja_135 OK OK NOM OK 2,28 1,001
Regularna Instalacja_135 MNON OK NOMN OK NOM OK 2,37 1
Regularna Instalacja_135 MNON OK NON OK NOM OK 4,08 0,999
Regularna Instalacja_135 OK OK 0K 2,14 1,001
Regularna Instalacja_141 OK OK MON OK 2,16 1,001
Regularna Instalacja_135 OK OK NOM OK 2,18 1,001
Regularna Instalacja_152 |OK OK MON OK 2,2 1,001
Regularna Instalacja_139 OK OK NOM OK 2,27 1,001
Regularna Instalacja_152 QK OK MON OK 2,33 1,001
Regularna Instalacja_135 OK OK NOM OK 1,02 1,018
Regularna Instalacja_135 NON OK NON OK NOM OK 2,26 1,002

Rysunek 5.5. Opracowane narzedzie ,,Statystyczny Chemik” — dane rzeczywiste dla probki
o identyfikatorze 355/10 z 2022 roku (ramka A) oraz dane historyczne odpowiadajace temu samemu
potproduktowi (ramka B).
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5.3.2. Dyskretyzacja zmiennych rzeczywistych

Parametry rzeczywiste wskazane w Tabeli 5.1 (na stronie 66) poddawane sa
dyskretyzacji. Wbudowano w aplikacje dwie metody transformacji liczb rzeczywistych do
postaci dyskretnej: podzial na réowne przedzialty oraz grupowanie oparte o odchylenie
standardowe (techniki opisane zostaty na stronie 36). Procesowi temu podlegaja dane probki
klasyfikowanej oraz informacje o pozycjach historycznych. Wybér sposobu dyskretyzaciji jest
jednym z argumentow sterujgcych algorytmem klasyfikacji i podlegat on ewaluacji.

Niezaleznie od wybranej metody algorytm w pierwszej kolejnosci weryfikuje, czy
w danych historycznych argumenty posiadajg wartosci (np. pomiar lepkoSci nie jest
wykonywany dla kazdego potproduktu). Parametr bedzie uwzgledniany w obliczaniach, gdy
w zbiorze wystgpi co najmniej jedna jego warto$¢. Natomiast, w ramach analizowanego
argumentu probkom z wartosciami liczbowymi przyporzadkowuje si¢ poziomy dyskretne (ich
liczba jest definiowana w ustawieniach algorytmu). W narzedziu zaprogramowano do wyboru
dwie metody dyskretyzacji warto$ci rzeczywistych. Ponadto, zawsze dla tekstu przyznawany
jest,,Poziom TXT”, a dla braku jakiejkolwiek wartosci ,,Poziom PST”. Prezentacj¢ danych po
dyskretyzacji dla probki 355/10 (2022 rok) przedstawiono na Rysunku 5.6.

Podsumowanie Dane rzeczywiste Dane dyskretne Parametry Komunikaty
algorytmu systemowy
JA Linia Barwa Zapach Wyglad pH Gestosc Decyzja
Instalacja_135 OK OK MON OK Poziom_1 Poziom_1 Zawracic
B Linia Barwa Zapach Wyglad pH Gestosc Decyzja
1 Instalacja_135 OK OK MNON OK Poziom_1 Poziom_1 Zawracic |
Instalacja_134 OK OK OK Poziom_1 Poziom_1 Zawracic
Instalacja_134 OK OK OK Poziom_1 Poziom_1 Zawracic
Instalacja_134 OK OK OK Poziom_1 Poziom_1 Zawracic
Instalacja_134 OK OK OK Poziom_1 Poziom_1 Zawracic
Instalacja_135 OK OK MON CK Poziom_1 Poziom_1 Zawrocic
Instalacja_135 OK OK MNON CK Poziom_1 Poziom_1 Zawrocic
Instalacja_135 NCON OK NON OK NON OK Poziom_1 Poziom_1 Sciek
Instalacja_135 NOMN OK NOM OK NOMN OK Poziom_2 Poziom_1 Sciek
Instalacja_135 OK QK OK Poziom_1 Poziom_1 Zawrocic
Instalacja_141 OK OK NON OK Poziom_1 Poziom_1 Zawrocic
Instalacja_135 OK OK MNON OK Poziom_1 Poziom_1 Zawracic
Instalacja_152 OK OK MON OK Poziom_1 Poziom_1 Zawracic
Instalacja_139 OK OK MON OK Poziom_1 Poziom_1 Zawracic
Instalacja_152 OK OK MON CK Poziom_1 Poziom_1 Zawracic
Instalacja_135 OK OK MON CK Poziom_1 Poziom_3 Zawrocic
Instalacja_135 MON OK NON CK MNON CK Poziom_1 Poziom_1 Zawrocic

Rysunek 5.6. Opracowane narzedzie ,,Statystyczny Chemik” — dane dyskretne dla probki
o identyfikatorze 355/10 z 2022 roku (ramka A) oraz dane historyczne odpowiadajgce temu samemu
potproduktowi (ramka B).

72



Dyskretyzacja na rowne przedziaty

Metoda dyskretyzacji na rowne przedzialy zostala zaimplementowana zgodnie ze
wzorem (8) — patrz strona 36. W zbiorze danych historycznych dla kazdego parametru
wskazywany jest zakres liczbowy od jego wartosci minimalnej do maksymalnej. Nastepnie jest
on dzielony na rowne przedzialy. W ten sposob uzyskiwane sa zmienne dyskretne, czyli

poziomy, ktdére sg oznaczane kolejnymi numerami porzadkowymi.

Dyskretyzacja oparta o odchylenie standardowe

W aplikacji zaimplementowano rowniez dyskretyzacje, ktora wykorzystuje wartosé
odchylenia standardowego kazdego argumentu. W tej metodzie przyjeto, ze granice przedziatu
beda przyjmowac warto$¢ $rednig pomniejszong (dolna granica) lub powigkszong (gorna
granica) o trzy odchylenia standardowe (x + 3s). Tak wiec, przedziat o szerokosci sze$ciu
odchylen standardowych jest dzielony na zdefiniowang przez uzytkownika liczbe zakresow.
Jezeli liczba ta zostanie okre$lona na 3, to dyskretyzacja bedzie zgodna z graficzng interpretacja
przedstawiong na Rysunku 4.7 — patrz strona 36. Istotne jest rowniez uwzglgdnienie wartosci,
ktore wykraczajg poza granice przedzialu, poniewaz zgodnie z teorig rozkladu normalnego
w tym zakresie nie wystepujg wszystkie mozliwe obserwacje. W takim przypadku zostanie
przypisany ,Poziom URN”, gdy warto$¢ bedzie mniejsza od dolnej granicy, lub

»Poziom_ ARN” w sytuacji przekroczenia gornej wartosci zakresu.
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5.3.3. Przypisywanie prébki do klasy

Celem narzedzia jest przypisanie badanej probce klasy — nalezy wprowadzi¢ identyfikator
probki oraz uzy¢ przycisku ,,Pobierz dane i ocen” (Rysunek 5.3). W ten spos6b uruchamiana
jest procedura: pobierania danych pierwotnych, transformacji na poziomy dyskretne oraz
obliczenia prawdopodobienstw zgodnie z metoda naiwnej klasyfikacji Bayesa.

Wynik pracy algorytmu prezentowany jest na karcie podsumowania (Rysunek 5.7).
W obszarze ,,Prawdopodobienstwo dla klas” wyswietlane sg parametry odpowiadajacej kazdej
z etykiet, jest to: liczba wystagpien w zbiorze treningowym oraz odpowiadajace jej
prawdopodobienstwo. Wspotczynniki Kp (Zawrécié) oraz Kp (Sciek) stanowia licznik ze
wzoru (6) — patrz strona 35. Klasa, dla ktorej zostanie osiagnigta wigksza wartos¢
wspotczynnika zostaje przypisana jako decyzja algorytmu — zgodnie z teorig opisang
w Rozdziale 4.3.6. Dolna ramka zawiera list¢ szczegdlowych informacji oraz wynikow jakie
byly wykorzystywane przez algorytm w celu dokonania klasyfikacji. W obszarze ,,Wynik
ewaluacji probki” algorytm wyswietla informacj¢ o przypisanej klasie, jezeli przyznanie
etykiety nie bylo mozliwe, to wyswietlana jest czerwona ikona. Zgodnie z wymaganiami

przedsigbiorcy (Tabela 5.2) trzy jasne pola stuzg personelowi do zapisania ostatecznej decyz;ji.

Podsumowanie

Dane rzeczywiste { Dane dyskretne ‘ Parametry ‘ Komunikaty ‘

algorytmu systemowy

Prawdopodbienstwa dla klas Wrynik ewaluacji probki

P(Ci) [%] Liczba

Zawrdé: ‘ SD,DD” 28 ‘ (7] Decyzja algorytmu: ‘ Zawrocié ‘ (7]

Sciek: ‘ 20,00” 7 ‘ (7] Decyzja Technologa: ‘Zawrécit’: v‘ Q

Suma: ‘ IDD,DD” 35 ‘ (7] Technolog: ‘Spec.: 20 5ZY v‘ (7]
Zalecenia Technologa:

Kp(Zawrocic): ‘ D,190822088624882‘ (7]

Kp(Sciek): ‘ 0,013554169099009‘ (7] H Zapisz decyzje do bazy

Dane szezegdtowe obliczen algorytmu

Typ rekordu Mr_Probki Data_Pobrania |Rodzaj Typ_Probki Linia Barwa

Dane prabki (rzecz.)  355/10 27.10.2022 Poptuczyny Regularna Instalacja_135 OK

Dane prabki (dysk.) 355/10 27.10.2022 Poptuczyny Regularna Instalacja_135 OK

Zlicz. X|Zawrdci¢ 23 28 18 23

Zlicz. X|Sciek 7 7 7 1

P(X | Zawrdcic) 0,8214285714 |1 0,0428571429 | 0,8214285714
P(x |Sciek) 1 1 1 0,1428571429

Rysunek 5.7. Opracowane narzedzie ,,Statystyczny Chemik” — podsumowanie klasyfikacji dla probki
o identyfikatorze 355/10 z 2022 roku.
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5.3.4. Mozliwosci konfiguracyjne algorytmu

Na Rysunku 5.8 przedstawiono kart¢ stuzacg parametryzacji oraz ewaluacji algorytmu
klasyfikacji. W pierwszej ramce o naglowku ,,Parametry sterujgce algorytmem” zebrane sg trzy
grupy zmiennych, ktoére wptywaja na dziatanie uczenia maszynowego. Konfiguracja aplikacji
nastgpuje przez zmiang wartosci prezentowanych ustawien.

W  pierwszej sekcji ,,Podstawowe parametry” zestawiono zmienne, ktére nie
charakteryzuja probek produkcyjnych, opisano je szerzej w Tabeli 5.3. W $rodkowej ramce
prezentowane sg ,,Parametry rzeczywiste”, obejmujace wyniki analiz fizykochemicznych.
Przyjmuja one wartosci liczb rzeczywistych. Konfigurowane sg w dwoisty sposdb: poprzez
oznaczenie ich jak nieaktywne (nieuwzglgdnienie w obliczaniu prawdopodobienstw) oraz przez
definicje liczby przedzialow stosowanych w procesie dyskretyzacji. W Tabeli 5.3
przedstawiono definicje skroconych nazw stosowanych w aplikacji oraz na prezentowanym
Rysunek 5.8. Ostatnia grupa zawiera parametry dyskretne. Ich nazewnictwo jest zgodne tym
przedstawionym w Tabeli 5.1. Parametryzacja algorytmu z uzyciem tej grupy polega na

wilaczeniu badz nie rozpatrywanego atrybutu do obliczen klasyfikacji.

Podsumowanie Dane rzeczywiste Dane dyskretne I;ilagrznr;::nrz ';3;::::';:::
Parametry sterujace algorytmem -]

Podstawowe parametry algorytmu Parametry rzeczwiste Parametry dyskretne
Archiwalne prébki od |01.01.2021 |[&3 Lb.p. &2 Rodzaj e 7 )
Makasymalna lb. probek 100 | & pH [b/fw] e 5| i Typ e (7]
Mininimalna lb. probek 2|l Gestos¢  [g/ml] e 5| g Instalacja e (7]

Min. lb. probek [Zawrocic] 0|l Lepkosé [cP] e 5| g Kolor e (7]

Min. Ib. prébek [Sciek] o/ & cH202) (% B 5| | | zapach 25
Korekcja wystapien O (7] c(clz) [%4] e 5| Wyglad L (7] L |
Wytgcznie bez zalecen e o Such. po: [%5] a 5|

Dyskretyzacja (65tDev) O (7]

Wyniki ewaluacja algorytmu

TP 7090 |/ TPR [%] | 99,54 &3 Doktadnosé (ACC) [%] 99,2 | [

™ 196 || TNR [%] | 88,29k Ocenionych prébki (ASR) [%] | 94,57 | & 5

Rysunek 5.8. Opracowane narzedzie ,,Statystyczny Chemik” — parametry sterujace algorytmem.
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Tabela 5.3. Opracowane narzedzie ,,Statystyczny Chemik™ — opis skroconych nazw parametrow
sterujacych algorytmem.

Nazwa parametru uzywana )
w aplikacji Opis parametru

Archiwalne préobki od Ograniczenie liczby probek historycznych (zbioru
treningowego). Jest to data od ktorej moga by¢ stosowane
zapisy archiwalne.

Maksymalna Ib. probek Maksymalna liczba probek pobierana z bazy danych
w kolejnosci od najmtodszej do najstarsze;j.

Minimalna Ib. probek Minimalna liczba probek treningowych, wymagana w celu
dokonania klasyfikacji. W przypadku, jezeli nie jest ona
osiagnigta, algorytm nie dokona klasyfikacji.

Min. 1b. probek [Zawrocic] Wymagana minimalna liczba probek archiwalnych,
odpowiednio oznaczonych jako Sciek oraz Zawrocié

Min. Ib. probek [Sciek] w celu dokonania klasyfikacji.

Korekcja wystapien Jezeli parametr jest zaznaczony to stosowana jest korekcja

zerowego iloczynu prawdopodobienstw. Stosowane jest
wygladzanie Laplace'a — zwigkszanie licznika i mianownika
o jeden w obliczaniach prawdopodobienstwa dla kazdego
atrybutu [154].

Podstawowe parametry algorytmu

Wylacznie bez zalecen Jezeli parametr jest zaznaczony to w celu obliczen
klasyfikacji pobierane sg z bazy danych (zbioru
treningowego) probki wytacznie bez zalecen technologa.

Dyskretyzacja (6StDev) Jezeli parametr jest zaznaczony to dyskretyzacja odbywa si¢
w oparciu o odchylenie standardowe, w przeciwnym razie
stosowany jest podzial na rowne przedziaty.

pH Bezwymiarowa warto$¢ z przedziatu od 1 do 14.
_% Gestosé Wynik pomiaru gestosci wyrazony w gramach na mililitr.
% Lepkos$¢ Wartos¢ lepkos$ci zbadana z wykorzystaniem
E lepkos$ciomierzy Brookfielda wyrazona w centypuazach.
g C(H202) Wynik oznaczenia st¢zenia procentowego nadtlenku wodoru.
% C(CL2) Oznaczenie wolnego chloru jako stezenie procentowe.
o
Such. po. Sucha pozostato$¢ wyrazona w procentach masowych.
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5.3.5. Ewaluacja parametrow konfiguracyjnych algorytmu

W narzedziu zostaty zaimplementowane metody ewaluacji algorytmu. Na Rysunku 5.9
pokazano elementy oceny klasyfikacji. Umieszczono je w dolnej czesci karty parametrow
algorytmu. W pierwszej (goérnej) ramce wyswietlane sa wskazniki, ktore wybrano w celu
biezacego monitorowania dzialania narz¢dzia. Parametry te zostaty opisane w Rozdziale 4.4
(strona 40). Ponadto prezentowana jest informacja, jaka czg¢$¢ probek sposrod dostepnych
w bazie danych treningowych zostata sklasyfikowana przez narzedzie (przyznanie klasy
,Zawrocié” lub ,,Sciek™). Informacja ta wyswietlana jest w postaci procentowej (ASR) oraz

wartosci liczb bezwzglednych.

Parametry Komunikaty

Podsumowanie Dane rzeczywiste Dane dyskretne
W ¥ algorytmu systemowy

Wyniki ewaluacja algorytmu

TP 7090 |2 TPR [%] | 99,54 &3 Doktadnosé (ACC) [%] 99,2 | [k

™ 196 | &2 TNR [%] | 88,29 &3 Ocenionych prébki (ASR) [%] | 94,57 &3

FP 26 (k2 FPR  [%] 11,71 | &3 Liczba probek w danym zakresie dat 7767

FN 33 (2 FNR [%] 0,46 | k) Liczhba ocenionych prabek 7345
Mmcc 0,8651 | i)

Przeprowadzenie ewaluacji algorytmu

Ostrzegaj przed zmiang parametru: e
Zakres danych historyczny od: 01.01.2021
Zakres danych historyczny do: 30.11.2022

MNazwa testu:
Wersja testu:

/& Uruchom ewaluacje

Rysunek 5.9. Opracowane narzedzie ,,Statystyczny Chemik” — elementy ewaluacji algorytmu.

Na Rysunku 5.9 w obszarze o nagtowku ,,Przeprowadzanie ewaluacji algorytmu” (dolna
ramka) znajduje si¢ czg$¢ funkcjonalnosc, ktora shuzy uzytkownikowi do weryfikacji nastaw
narzgdzia. Kazda zmianie parametru ustawien (opisanych na stronie 75) powoduje resetowanie
wynikow ewaluacji. W celu uzyskania metryk skutecznos$ci algorytmu nalez wybra¢ zakres dat
zbioru treningowego (daty pobrania probek produkcyjnych) oraz uruchomic¢ ewaluacig.

Mozliwe jest nadanie uruchamianej ewaluacji nazwy oraz tytutu wersji.
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W celu minimalizacji ryzyka oraz zgodnie z wymaganiami przedsi¢gbiorcy (Tabela 4.1)
wdrozony zostal rejestr zmian nastaw algorytmu. Jezeli nastapi aktualizacja ktoregokolwiek
parametru sterujgcego klasyfikacja, to narzedzie wykona dwie czynnosci: (i) zapisze w rejestrze
warto$ci nastaw przed modyfikacja, wyniki ewaluacji oraz dat¢ zmiany, (ii) wygeneruje plik
tekstowy, ktory bedzie zawieral dane analogiczne do tych w rejestrze, a ponadto informacje
0 kazdej ocenionej probce produkcyjnej. Aby narzedzie wskazywato aktualne dane, to

wskazniki oceny ewaluacji aktualizowane sg po kazdym zapisaniu probki przez personel.

5.3.6. Komunikaty oraz obstuga bledow

Komunikaty systemowe

W celu nadzorowania pracy narzedzia zaprojektowana zostata karta komunikatow
systemowych (Rysunek 5.10). Po kazdym zakonczonym etapie pracy algorytmu do listy
dodawana jest pozycja o powodzeniu operacji badz o jej bledzie. W przypadku zaistnienia

nieprawidlowosci, historia wpisow w tym oknie umozliwia identyfikacje przyczyny.

Podsumowanie Dane rzeczywiste Dane dyskretne Parametry Komunikaty
algorytmu systemowy
DATA | CZAS UZYTKOWNIK | FLAGA |KOMUNIKAT
24.09.2023 20:19:47 | ADMIN PRAWDOPODOBIENSTWO ZOSTALD PRZELICZOMNE POPRAAWNIE
24,09.2023 20:19:47 | ADMIN DYSKRETYZACIIA POMYSLNA: ANALIZY PROBEKI
24,09.2023 20:19:47 | ADMIN DYSKRETYZACIIA POMYSLNA: HISTORYCZME DANE FORMUL
24.09.2023 20:19:47 | ADMIN POBANO HISTORYCZME DAME PROBEK FORMULY: KW _0901 (35 REK.)
24,09.2023 20:19:47 | ADMIN POBRANO ANALIZY PROBKI (355/10)
24,09.2023 20:19:46 | ADMIN POBRANO DANE PODSTAWOWE PROEBKI

Rysunek 5.10. Opracowane narzedzie ,,Statystyczny Chemik” — komunikaty systemowe dla probki
o identyfikatorze 355/10 z 2022 roku.
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Okienka informacyjne

W interfejsie graficznym zostaty umieszczone przyciski oznaczone znakiem zapytania.
Stuza one wywotywaniu informacji o polach oraz warto$ciach w nich przechowywanych. Na
Rysunku 5.11 przedstawiony zostal przyktadowy komunikat (ramka B) wywotywany przez
przycisk (ramka A) przy wspoétczynniku prawdopodobienstwa.

] Y Zalece
Kp(Zawrdcic): | a |9 I

B - ! "

o Wspdtczynnik prawdopodobiefistwa dla klasy [Zawrdcié)

O tym do ktorej klasy zostanie przypisana probka decyduje to,
w ktdrej klasie zostanie osiggniety wiekszy wspobzynnik,

QK

Rysunek 5.11. Opracowane narzedzie ,,Statystyczny Chemik” — ilustracja informacji kontekstowa
o0 polach interfejsu: ramka A — przycisk wywotywania, ramka B — wywotywana informacja.

W ustawieniach parametrow sterujacych algorytmem zostato wdrozone zabezpieczenie
w postaci ostrzezenia, ktére ma na celu zapobiec przypadkowym modyfikacjom. Nieumysina
zmiana moglaby skutkowaé utraceniem nastaw oraz wartosci wskaznikow oceniajacych.

Uzytkownikowi udostgpniono opcje anulowania zmian (Rysunek 5.12).

Parametry sterujace algorytmem

arametry algorytmu Parametry rzeczwiste Parametry

kiod |07 D o T

. prabek

probek e Zmiana parametru nastawy algorytmu spowoduje usuniecie ilacja
danych poprzedniej ewaluagji fwskazniki skutecznosci)!

Zawroci r

Sciek] oK AnulUj ich

ien — |7 L (] %] ™= TN || Wyglad

ilecen e (7] Such. po: [%5] 8 5| e

StDev) O 7

Rysunek 5.12. Opracowane narzedzie ,,Statystyczny Chemik” — ostrzezenie wywotywane zmiang

parametréw algorytmu.
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5.4. Model testowania klasyfikacji

Ostatnim etapem realizacji badan byto zmierzenie wplywu poszczegolnych parametrow
na skuteczno$¢ klasyfikacji. W tym celu przeprowadzono szereg testow, ktore w sposob
iteracyjny modyfikowaty warto$¢ kazdej nastawy wzgledem punktu odniesienia. Uzyskano
W ten sposoOb charakterystyki pokazujace wptyw badanych parametrow na kluczowe wskazniki
oceny algorytmu. W Tabeli 5.4 zestawiono wartosci ustawien, ktore zostaly wskazane jako
punkt odniesienia wraz z uzasadnieniem. Te warto$ci rowniez zaprezentowano na Rysunku 5.8,
natomiast wyniki ich ewaluacji pokazano na Rysunku 5.9.

Tabela 5.4 zawiera takze plan, wedlug ktorego poddano optymalizacji nastawy.
W ogéblnosci, parametry rzeczywiste testowano poprzez przyrostowa zmiang ich wartos$ci.
Natomiast atrybuty dyskretne potgczono w grupy, ktore byly weryfikowane w procedurze
kombinatorycznej. Nie bylo mozliwe przetestowanie wszystkich parametrow dyskretnych
(15 pozycji) w jednej grupie, poniewaz liczba mozliwosci ich konfiguracji wynosi 32 768 (2%°).
Po kazdej modyfikacji uruchamiano analize zbioru treningowego, ktorej efektem byta
aktualizacja wskaznikow oceny klasyfikacji. Nastepnie na podstawie wartosci wynikoéw
ewaluacji z kazdej grupy testow, wszystkie atrybuty zostaly wysterowane jednoczesnie, w celu
zweryfikowania czy wystapi efekt synergii.

Ostatnig fazg testow byto sprawdzenie czy narzedzie moze zostaé wykorzystane w celu
ograniczenia kosztoéw kontroli jakosci. Taka sytuacja bedzie miata miejsce, jezeli kryteria
sukcesu (opisane na stronie 68) zostang osiggni¢te Z pominigciem badan kosztochtonnych, czyli
takich do wykonania ktorych zuzywane sga odczynniki oraz materialy jednorazowe.
W rozpatrywanym przypadku beda to: pomiar suchej pozostato$ci, oznaczanie st¢zenia

wolnego chloru oraz nadtlenku wodoru.
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Tabela 5.4. Wartosci parametréw algorytmu w punkcie odniesienia oraz plan testow optymalizacyjnych.

Podstawowe parametry algorytmu

Nazwa parametru Wartos$é Uzasadnienie przyjetej warto$ci parametru T T ey ——
uzywana w aplikacji parametru w punkcie odniesienia P
Sredni okres pomigdzy modyfikacja
. . Otproduktu to okoto 2 lata. Poniewaz miat . . . .
Archiwalne probki od 01.01.2021 polproduictul o okolo ~ “ata. Tohiewaz miata Nie podlega zmianom optymalizacyjnym.
miejsce aktualizacja receptur, wyroby sprzed
2021 roku nie powinny by¢ uwzgledniane.
Zastosowano w celu redukeji obeigZzania Przyrostowa zmiana wartosci parametru.
Maksvmalna Ib. prébek 100 komputera. Ponad 75% potproduktow ) . .
y P posiada mnicj niz 100 probek, za$ srednia Sl &80 29 2 ETR el © b povryas] S0
arytmetyczna wynosi 78, przyrost 0 25. Sumarycznie 45 testow.
. , W przypadku minimalnej liczby 3 probek
Minimalna Ib. probek 3 bedzie przewazata jedna klasa, Przyrostowa zmiana warto$ci parametru 0 1
o . . poczawszy od 0. Koniec testow wyznacza
Min. Ib. probek [Zawrdcié] 0 Warto$¢ minimalna nie zostata zdefiniowana warto$¢ wskaznika liczby sklasyfikowanych
w celu niezaburzania proporcji pomigdzy probek (ASR) — ponizej 80%.
Min. Ib. probek [Sciek] 0 klasami w zbiorze treningowym.
W punkcie odniesienia uwzgledniano jedynie
Korekcja wystapien Wyltaczona parametry, ktore sg powiazane bezposrednio ze
zbiorem danych.
Aby nie zaburza¢ klasyfikacji binarnej, probki Grupa p arametrF)w SR t'es'towana
. , .. , . W sposob kombinatoryczny. Istnieje
Wylacznie bez zalecen Wiaczona z zaleceniami (zawrocone warunkowo) nie sg . , .
uwzgledniane 8 mozliwosci: 3 parametry, ktore moga przyjacé
i 2 stany (wigczony lub wytgczony).
W celu redukcji obcigzania komputera
Dyskretyzacja (6StDev) Wyltaczona domyslnie stosowana jest dyskretyzacja na

rowne przedzialy.
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Nazwa parametru

Wartos¢

Uzasadnienie przyjetej warto$ci parametru

Plan testowania parametru

uzywana w aplikacji parametru w punkcie odniesienia
pH Kazdy parametr testowany niezaleznie.
° Zmiana aktywnosci testowanego atrybutu,
% | Gestos¢ a nastepnie przyrostowa modyfikacja liczb
= ¢ W celu wykorzystania wszystkich analiz . ep’ ey y. . y
; . . } L, poziomow dyskretnych, zgodnie z planem:
N | Lepkosé Wiaczone fizykochemicznych wyznaczajacych jakos¢ . -
N P o wyrobu, uwzgledniono w punkcie odniesienia -0d 1 do 50 zmiana wartosci o 1,
> S POACIG wszystkie parametry. - 0d 55 do 150 zmiana wartosci o 5,
C(H202
g ( ) dyskretnych. Zastosowano 5 poziomow dyskretny, by - 0d 160 do 200 zmiana warto$ci o 10,
E c(cL2) ograniczy¢ obcigzenie komputera. - 0d 300 do 1500 zmiana wartosci o 100.
90 iteracji kazdego parametru, sumarycznie
Such. po. 540 testow.
Rodzaj
trow dyskretnych test
Wszystkie atrybuty sa cechg danej partii Grupa I?arame r.OW RS .es. owand
L . . W sposob kombinatoryczny. Istnieje
S | Typ Wilaczone ocenianego wyrobu, mogace mie¢ wptyw oy , .,
@ . o 8 mozliwosci: 3 parametry, ktore moga przyjac
< na wynik klasyfikacji. 2 stany (wlaczony lub wylaczony)
2. | Instalacja e SRR
o
-
5 | Kolor . . . ,
= W celu wykorzystania wszystkich analiz Grupa parametrow dyskretnych testowana
g Zapach Wiaczone ﬁzykochemicznyclll wyznaczaj a((fych jgko.éé . W spo‘sf)b k’or.nbinatoryczny. Is’tniej & .
o wyrobu, uwzgledniono w punkcie odniesienia 8 mozliwosci: 3 parametry, ktére moga przyjac
Wyglad wszystkie parametry. 2 stany (wiaczony lub wytaczony).
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6. Wyniki badan

Celem rozprawy bylo zbadanie mozliwosci wykorzystania narzedzi statystycznych
w analizach jako$ciowych (obszary produkcyjne) w przemysle chemicznym. W tym celu
podjeta zostata wspotpraca z przedsiebiorstwem, ktére wytwarzato okoto 1 miIn opakowan
artykutéw chemii gospodarczej w trakcie doby. Realizowany szarzowy proces wytworczy
(opisany na stronie 58) zawieral w swoich ramach dziatania kontroli jakosci. Prace badawcza
podzielono na trzy etapy:
1) Opracowanie koncepcji algorytmu oraz aplikacji, ktéra moglaby by¢ zastosowana
w obszarze produkcyjnym — Rozdziat 5.2.
2) Zbudowanie aplikacji w sposob pozwalajacy realizowaé przedmiot badan oraz zgodny
z wymaganiami przedsigbiorstwa — Rozdzial 5.3.
3) Badanie parametrow algorytmu oraz weryfikacja czy osiggnigte zostalty kryteria sukcesu

(opisane na stronie 68) — wyniki tego etapu przedstawiono w niniejszym rozdziale.

Realizacja pierwszych dwoch etapéw pozwolita na badania narzg¢dzia statystycznego,
wykorzystujacego metody z zakresu uczenia maszynowego. Badano zmiany:
— nastaw modelu klasyfikatora niezwigzanych z wtasciwosciami probki,
— modyfikacje parametrow charakteryzujacych probke,
— wszystkich parametrow, w ramach najlepszych odpowiedzi z poprzednich grup testowych,
— wykorzystania kosztochtonnych analiz fizykochemicznych.
Kazdy parametr byl oceniany przy uzyciu minimum 7767 probek pochodzacych ze zbioru

treningowego. Uzyskane wyniki przedstawiono w niniejszej czesci pracy.
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6.1. Ogolny punkt odniesienia

Pojedynczy test wartosci parametréw, okreslanych jako punkt odniesienia (referencyjny)

oznaczono identyfikatorem T221, wyniki jego ewaluacji zaprezentowano w Tabeli 6.1.

Tabela 6.1. Wyniki ewaluacji — ogdlny punkt odniesienia.

Ntz;‘jr MCC ACC ASR  TPR FPR  TNR TP Fp
T221 08651 99.20% 9457% 9954% 11.71% 88.29% 7090 26

Jako punkt odniesienia dobrano arbitralnie wartosci nastaw (Tabela 5.4). Charakteryzuja
si¢ one wysokimi wskaznikami jakosci klasyfikacji. Uzyskana doktadnos¢ (ACC) wyniosta
powyzej 99%. Zauwazalny jest jednak wskaznik probek falszywie pozytywnych (FPR), ktory
osiggnat poziom powyzej 11%. Liczba probek zaklasyfikowanych btednie do zawrdcenia
(FP = 26) wskazuje na duza asymetri¢ pomiedzy licznoscia klas. Wspotczynnik korelacji
(MCC), ktory uwzglgdnia niezbalansowanie zbioru treningowego wyniost 0,8651

(warto$¢ 1 oznacza idealng korelacje).

6.2. Modyfikacja parametréw niezwigzanych z wlasciwosciami probki

6.2.1. Maksymalna ogolna liczba probek uwzgledniana do obliczen

W  pierwszej kolejnosci zmieniana byla maksymalna ogoélna liczba probek,
uwzglednianych w obliczeniach prawdopodobienstwa. W Tabeli 6.2 zestawione s te testy, dla
ktorych rozpatrywane wskazniki oceny osiggnety swoje maksimum, lgcznie z wartoscig
parametru, ktéra byta poddana ewaluacji. Na Rysunku 6.1 naniesiono wszystkie punkty
testowe, za$ etykietg oznaczono jedynie warianty przedstawione w Tabeli 6.2. Warto$¢ TPR
pozostaje na stale wysokim poziome. Obserwowana jest znaczgca poprawa FPR wraz ze
wzrostem limitu — czyli maleje liczba probek sklasyfikowanych fatszywie pozytywnie. Obszar
powyzej czerwonej linii oznacza pozytywng korelacj¢ wynikow klasyfikacji z etykietami
zawartymi w zbiorze treningowym. Klasyfikator idealny (ACC = 100%) przyjmuje wartosSci
TPR =1 oraz FPR = 0. Punkty znajdujace si¢ na linii ,,Losowy” (TPR = FPR) charakteryzuje
czysto losowe prawdopodobienstw0 przypisania klasy. Obszar pod linig oznacza negatywna

korelacje wynikoéw algorytmu wzgledem wartos$ci rzeczywistych ze zbioru danych uczacych.
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parametru maksymalnej ogolnej liczby probek.

Tabela 6.2. Zestawienie testow, w ktorych
wspotczynnik osiagnat maksimum — ogolna
liczba probek.

Numer Zmaksymalizowany Warto$é
testu wspélczynnik nastawy
T924 ACC 4
T238 MCC 150
T239 ASR 175
T925 TPR 5
T238 TNR = (1 - FPR) 5
T221 100

Warto$¢ doktadnosci osiggneta w kazdym przeprowadzonym tescie wynik powyzej 99%

(ACCwmin = 99,03%; ACCmax = 99,46%). Wskaznik TPR rowniez we wszystkich wariantach

osiggnat warto$¢ powyzej 99%. Na Rysunku 6.2 krzywe TPR i ACC naktadajg si¢ na siebie.

Istotna jest zmiana liczby probek, ktorym przyznano jakakolwiek klase. Wraz z inkrementacja

warto$ci parametru obserwowany jest znaczacy wzrost wartosci ASR. W zbiorze treningowym

80% probek (6214 sztuk) otrzymato klase¢ dopiero, gdy limit osiggngt wartos¢ 24. Dla

maksymalnej ogolnej liczby probek wyzszej niz 100 wszystkie wskazniki si¢ stabilizujg.

1,00 =

0,80 \
T239
0.60 Toba T238
T221

<
. MCC
% —ACC
(2
2 o ASR
) ZEE
W aaae.
020 [ ..
0,00
0 50 100 150 200 250 300 350 400 450 500 550 600

Liczba probek

Rysunek 6.2. Profile wskaznikow oceny klasyfikacji zarejestrowane podczas zmiany parametru

maksymalnej ogdlnej liczby probek.
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6.2.2. Wymagana minimalna ogélna liczba prébek

Badany parametr stanowi wymagang minimalng liczbe probek ze zbioru treningowego
potrzebng do klasyfikacji. Jezeli warto$¢ ta nie bedzie dostepna, narz¢dzie nie dokona
klasyfikacji oraz wyswietli odpowiedni komunikat. Parametr byl modyfikowany
inkrementacyjnie do osiagniecia wartosci 100. Juz przy wartosci 22 przekroczona zostata
granica (ASR < 80%), ktora pozwalata przerwa¢ optymalizacje (zgodnie z planem testow).

Wraz ze wzrostem warto$ci parametru badanego, obserwowany jest spadek jakosci
klasyfikacji (Rysunek 6.3). Gwattownie spada mozliwos$¢ narzgdzia do przyznania oceny
probkom w zbiorze treningowym (ASR). Z poczatkowej warto$ci 99,38% (0 poziomow) do
29,14% (100 poziomow). Zauwazalna jest stabilna liczba probek prawdzie pozytywnych
(TPR). Jednoczesnie zaobserwowano ciagly wzrost wskaznika probek falszywie pozytywnych
(FPR). Nastepuje pogorszenie Kklasyfikacji w ramach klasy negatywnej. Wspotczynnik
korelacji (MCC) rowniez systematycznie pogarszata si¢ wraz z kolejnymi inkrementacjami
parametru. Krzywe TPR 1 ACC nakladaja si¢ na siebie. Najlepsze oceny uzyskat test T894,
w ktorym warto$¢ argumentu wynosita 0 (ACC = 99,20%; ASR = 95,38%; TPR = 99,54%;
FPR = 11,11%; MCC = 0,8718). Roznica pomiedzy punktem odniesienia (T221) wynika
z mniejszej liczby ocenionych probek (ASRT221 = 94,57%).

L0 e
0,80 \
2 T221
'S 060 T
: ASR TPR
L ——— FPR
S 040 |-T894
2
> o | e
0,00
| ) . ® 80 100

Liczba probek

Rysunek 6.3. Profile wskaznikow oceny klasyfikacji zarejestrowane podczas zmiany parametru
minimalnej ogolnej liczby probek.
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6.2.3. Wymagana minimalna liczba proébek z klasy

Zbadany zostal wplyw wymagania minimalnej liczby probek z klasy pozytywnej
(Rysunek 6.4) oraz negatywnej (Rysunek 6.5). Dla zgdanego poziomu oceny probek ze zbioru
treningowego (ASR > 80%), dla obu parametrow wyniki najlepsze (maksymalne: ACC, MCC,
TPR; minimalne: FPR) zostaly otrzymane dla punktu odniesienia (T221; Tabela 6.1), czyli gdy
nie jest wyspecyfikowana liczba probek. Szczegdlnie szybki spadek wskaznika ASR jest
widoczny dla klasy negatywnej (Sciek) — znaczna asymetria liczebnosci grup.

Testy T349 (Rysunek 6.4) charakteryzuje si¢ najwigkszg wartoscig TPR = 99,20%, za$
T351 zmaksymalizowanym wskaznikiem ACC = 99,23%. Natomiast w obu przypadkach
wspotczynnik liczby sklasyfikowanych probek w zbiorze treningowym zanotowano ponizej
wymaganej granicy: ASR > 80%. Gdy poddano analizie testy spetniajg kryterium ASR dla

T221 (punkt odniesienia) otrzymano najwyzsze warto$ci dla wszystkich wskaznikow.

1,00
T349—\ /T351
0,80 \
= T221
S 060
2
>
S 0,40 MCC ——ACC
= ASR TPR
————— FPR
= 020 [
0,00
0 4 8 12 16 20 24 28 32 36

Liczba probek

Rysunek 6.4. Profile wskaznikow oceny klasyfikacji zarejestrowane podczas zmiany parametru
minimalnej liczby probek z klasy pozytywnej (Zawrocic).

W przypadku parametru definiujacego wymagang minimalng liczbe probek z klasy
negatywnej, kryterium ASR > 80% nie jest osiagane juz dla zadania co najmniej 1 pozycji
(Rysunek 6.5) Swiadczy to o asymetrii klas. Podczas pracy algorytmu dla pobranych pozycji
z bazy produkcyjnej, istnieje niskie prawdopodobienstwo, ze cho¢ jedna z nich bedzie miata

przypisana klase¢ negatywng (Sciek).
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Rysunek 6.5. Profile wskaznikow oceny klasyfikacji zarejestrowane podczas zmiany parametru

minimalnej liczby probek z klasy negatywnej (Sciek).

Rysunek 6.6 przedstawia uktad wspotrzednych TPR-FPR z naniesionymi punktami

pochodzacymi z testow modyfikacji parametréw minimalnej liczby probek dla klasy

negatywnej oraz pozytywnej. Modyfikacja tych ustawien ma zauwazalny wplyw na warto$¢

wskaznikow TPR (wskaznik probek prawdziwe pozytywnych) oraz FPR (wspdtczynnik ocen

fatszywie pozytywnych). Punkty sg zgrupowane w lewej gornej czesci wykresu, oznacza to, ze

istnieje silna korelacja pomiedzy wynikami algorytmu, a rzeczywistymi etykietami

pochodzacymi ze zbioru treningowego.
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Rysunek 6.6. Uktad wspotrzednych TPR-FPR — wyniki ewaluacji zmiany parametréw wartoSci
minimalnej wymaganej liczby probek dla klasy pozytywnej i negatywne;.

88



6.2.4. Dyskretne parametry algorytmu

W tej grupie testow weryfikowane byly lacznie parametry dyskretne, ktore nie
charakteryzujg bezposrednio probki. W Tabeli 6.3 zestawione zostaly wszystkie testy
wykonane w ramach tej grupy, tacznie z informacja o wykorzystaniu kazdego z argumentow.
Na Rysunku 6.7 widoczne sg dwa zgrupowania punktow wzgledem wskaznika FPR. Znacznie
slabsza jako$é przypisania klasy negatywnej (Sciek) zaobserwowano w sytuacji, w ktorej
stosowano korekcje braku wystapien (T224, T665, T229, T227) — wskaznik probek fatszywie
pozytywnych (FPR) osiggnat warto$¢ przekraczajacg 40%. Ocena klasy pozytywnej (Zawrdcic)
dla kazdego wariantu pozostata wysoka (TPRwmin = 99,14%)

1,00 —e» o

7299 % Tabela 6.3. Kombinatoryczna matryca
0.80 \930’, testow parametréw dyskretnych, ktoére nie
,/ charakteryzuja probki.
r 080 / Dyskretyzacja Tylko
o T201.7" Numer Korekcja yd H }Il 4 g
= 0,40 pid testu  wystapien (odchylenie €z
: J/ standardowe) zalecen
0.20 pd T221 Nie Nie Tak
U4
e T226 Nie Tak Tak
0,00
S & 9 8 8 8 T228 Nie Tak Nie
o o o o o — ) . )
FPR T222 Nie Nie Nie
T224 Tak Nie Tak
Rysunek  6.7. Fﬂndad wspélrze;dr.lych T665 Tl Tak Tak
TPR-FPR - wyniki ewaluacji zmiany )
parametrow  dyskretnych,  ktore  nie T228 Tak Tak Nie
charakteryzuja probki. T227 Tak Nie Nie

Na Rysunku 6.8 obserwuje sie¢ wysokie wartosci wskaznikow:

— doktadnosci (ACCwmin = 97,85%; ACCmax = 99,20%),

— ocenionych probek w zbiorze treningowym (ASRmin = 94,57%; ACCmax = 96,39%).

— ocena probek prawdziwie pozytywnych (TPRmin = 99,14%; TPRmax = 99,54%).

Punkty serii ACC, ASR oraz TPR pokrywaja si¢ na Rysunku 6.8. Wraz z wlaczeniem korekcji
wystapien znaczaco zwigkszal si¢ udziat probek oznaczonych falszywie pozytywnie
(40,85% < FPR < 45,11%), co odzwierciedlato si¢ rowniez w wynikach wspotczynnika

korelacji (MCC), ktorego warto$¢ spadata ponizej 0,65.
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Rysunek 6.8. Profile wskaznikéw oceny klasyfikacji zarejestrowane podczas zmiany parametrow
dyskretnych, ktore nie charakteryzujg probki.

6.3. Modyfikacje parametrow charakteryzujacych prébke

Zgodnie z planem testow parametry algorytmu odnoszace si¢ do analiz
fizykochemicznych byty modyfikowane poprzez zmiang ich aktywnoSci oraz przez
inkrementacj¢ liczby poziomow dyskretnych. Dla wszystkich argumentéow rzeczywistych
zdefiniowano 90 wariantow testowych. Parametry dyskretne potagczono w dwie grupy, ktore

testowano w sposob kombinatoryczny, kazda z nich zawierata 8 testow.

6.3.1. Analiza pH

Na Rysunku 6.9 zestawiono wszystkie punkty otrzymane w ramach modyfikacji tej
pozycji ustawien. W Tabeli 6.4 zestawiono testy, w ktorych kluczowe wskazniki osiggnety
warto$ci maksymalne. Zauwazalne jest t0, ze najlepsze wyniki otrzymano dla znacznie
wigkszej liczby poziomoéow dyskretnych (500 i wiecej przedziatdow), niz to bylo zalozone
w punkcie odniesienia (5 przedzialow). Istotne jest to, ze wyniki charakteryzujace si¢ najnizsza
jakoscia klasyfikacji otrzymano dla testu (T257), w ktorym parametr pH nie byt uwzgledniany
w klasyfikacji — oznaczony jest liczbg poziomow dyskretnych réwng 0. Istnieje wigc pozytywna
korelacja pomigdzy liczba poziomow dyskretnych, a jakoscia klasyfikacji. Obserwowany jest
silniejszy wpltyw na klas¢ negatywna (FPR maleje wraz ze wzrostem liczby poziomow
dyskretnych, FPRmin = 4,59%; FPRmax = 17,94%) niz na klase pozytywna (TPR pozostaje na

stabilnym poziomie dla wszystkich wariantow).
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1,00 remee 57 Tabela 6.4. Zestawienie testow, w ktorych
9Ofl wspotczynnik  osiggnagl  maksimum -
0,80 T25¢ \;o’ modyfikacja parametru pH.
T221 J
0,60 T725 ¢
g T724 ¢ Numer Zmaksymalizowany Warto$é¢
= 0,40 T726 , i testu wspoélczynnik nastawy
/
/
0.20 , T726 ACC 700
ol T726 MCC 700
0 e o = = o T257 ASR 0
o N < © © o
°c 2 <. 2 < - T725 TPR 600
FPR
T724 TNR =(1- FPR) 500
Rysunek 6.9. Uktad wspotrzgdnych T221 5

TPR-FPR — wyniki ewaluacji modyfikacji
parametru pH.

Na Rysunku 6.10 przedstawiono charakterystyke wptywu modyfikacji parametru
analizy pH na wskazniki jakos$ci algorytmu. Warto$ci metryk stabilizowaly si¢ po
przekroczeniu 100 poziomoéw dyskretnych. Zauwazalny jest systematyczny spadek liczby
probek, ktorym przyznano jakakolwiek klase (ASRmin = 91,81%; ASRmax = 94,68%). Krzywe
TPR oraz ACC natozyty si¢ na siebie. W tescie 100 poziomdw dyskretnych 29 probek zostato
btednie zaklasyfikowane, zas dla najwyzszej wartosci doktadnosci (ACCmax = 99,72%) liczba
btedny klasyfikacji wyniosta 20 sztuk. Wyniki doktadnosci byly na wysokim poziomie dla
kazdego wariantu (ACCwmin = 98,94%). Wspotczynnik korelacji MCC rost wraz z doktadnoscia,
osiggnat swoje maksimum (MCCwmax = 0,9527) dla tego samego wariantu — T726.

1,00 pee I
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T726
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k“"“‘“lvxf\ ______________________
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Rysunek 6.10. Profile wskaznikéw oceny klasyfikacji zarejestrowane podczas zmiany parametru
odpowiadajacego analizie pH.
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6.3.2. Analiza gestoSci

Parametr odpowiadajgcy wynikom pomiarow gestosci zostal poddany testom. Brak
uwzglednienia tych analiz w klasyfikacji rowniez skutkowal najnizszymi ocenami
jakosciowymi (T369). Zanotowano Kkorelacje pomigdzy jakoscia klasyfikacji, a liczba
przedzialow dyskretnych. Na Rysunku 6.11 przedstawiono punkty wszystkich testow.
Modyfikacja parametru gesto$ci miata wplyw na wskaznik liczby probek fatszywie
pozytywnych (FPRmin = 10,36%; FPRwmax = 14,41%; zmiana odpowiadata 9 probkom).
W zestawieniu testow (Tabela 6.5) zauwazalne sg znacznie mniejsze wartosci nastaw (liczby

przedziatow) niz to miato miejsce w przypadku pH.

1,00 —e= W, Tabela 6.5. Zestawienie testow, w ktorych
0.80 o"’of/ wspotczynnik  osiggnal  maksimum -
' T369 M modyfikacja parametru gestosci.
T221 ,7
o 0,60 T404 ,¢ Numer Zmaksymalizowany  Warto$é¢
o 1750 ,7 testu wspolczynnik nastawy
F 0.40 T7517
: S T751 ACC 80
o2 | 7 T750 MCC 75
U4
/’ T369 ASR 0
0,00
8 & % 8 8 8 T751 TPR 80
o o o o o —
FPR T404 TNR = (1 - FPR) 36
T221 5

Rysunek 6.11. Uklad wspoétrzgdnych
TPR-FPR — wyniki ewaluacji modyfikacji
parametru gestosci.

Stabilizacja warto$ci wspoiczynnikow oceny jakosciowej narzedzia klasyfikacji miata
miejsce po przekroczeniu 36 przedziatow (Rysunek 6.12). Doktadnos¢ (ACC) zawarta sig¢
W przedziale pomiedzy 99,43% a 98,95%. Tak wigc, wariant o najnizszej doktadnosci (T369)
zaklasyfikowat btednie 9 probek wigcej, niz test o najwyzszej wartosci ACC (T571). Pomijalny
byt wptyw modyfikacji parametru na zdolnos¢ przypisania klasy probkom w zbiorze
treningowym (ASRmin = 94,19%; ASRmax = 94,62%). Wspotczynnik korelacji osiggnat
najwyzsza wartos¢ w wariancie T750 (MCCmax = 0,9016). Maksymalne wartosci metryk

Oceny algorytmu otrzymano dla wariantow z liczbg przedziatow dyskretnych mniejszg od 100.
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Rysunek 6.12. Profile wskaznikéw oceny klasyfikacji zarejestrowane podczas zmiany parametru

odpowiadajacego analizie gestosci.

6.3.3. Analiza lepkosci

Zmiana warto$ci parametru algorytmu powigzanego z analizg lepkosci pokazuje jego
znikomy wplyw na jakos$¢ dziatania klasyfikacji. Zgodnie z matrycg testow dla parametrow
rzeczywistych przeprowadzano 90 testow — wszystkie punkt naniesiono na Rysunku 6.13.
Widoczne jest wzajemne naktadanie si¢ punktéw, co oznacza, ze zar6wno parametr TPR jak
1 FPR nie wykazuja silnej korelacji z liczbg poziomoéw dyskretnych wynikéw analiz lepkosci.
W Tabeli 6.6 zestawione zostaly testy, dla ktorych wspolczynniki algorytmu osiggnety
maksymalne wartos$ci oraz ewaluowang liczb¢ poziomow dyskretnych. Warianty o niskich
liczbach przedziatlow dyskretnych (mniejszych od 50) charakteryzowaty si¢ najlepsza jakos$cia

klasyfikacji probek ze zbioru treningowego.
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1,00 —e» 5Y Tabela 6.6. Zestawienie testow, w ktorych
52 wspotczynnik  osiggnagl  maksimum -
0,80 T409 N7 . -
’ modyfikacja parametru lepkosci.
T410 ,*
x 060 1201 +° Numer Zmaksymalizowany  Warto$é
& 0.40 -|-450,/' testu wspolczynnik nastawy
4
ol T450 ACC 42
020 |/ T450 MCC 42
/
0,00 ’ T409 ASR 0
& 8 § 8 8 8 T410 TPR 2
o o o o o —
FPR T450 TNR=(1-FPR) 42
Rysunek 6.13. Uklad wspotrzgdnych T221 5

TPR-FPR — wyniki ewaluacji modyfikacji
parametru lepkosci.

Profile wskaznikow przedstawiono na Rysunku 6.14 Widoczne sg stabilne poziomy
otrzymane dla wszystkich metryk. Doktadnos¢ (ACC) zmieniata si¢ od wartosci 99,10% do
99,21%. Najnizsza doktadno$¢ otrzymano dla testu, w ktérym parametr byt wytaczony (T409),
a najwyzsza dla wariantu, w ktorym zdefiniowano 42 poziomy dyskretne (T450), ten ostatni
przypisat prawidlowa klase 9 probkom wigcej. Dla liczby poziomow dyskretnych mniejszej niz
25 nie obserwuje si¢ stabszej jakosci klasyfikacji (nizszych wartosci MCC oraz wyzszych
warto$ci FPR), jak to zaobserwowano w przypadku poprzednich parametrow rzeczywistych.
Dla warto$ci nastawy rownej 2 przedzialom dyskretnym (T410) zaobserwowano spadek FPR
0 1,8 punktu procentowego wzgledem najwyzszej wartoSci (T409; 13,51%), kolejne

optymalizacje pozwolity na dalsze obnizenie warto$ci jedynie o 0,4 pp. (T450).
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= 040 T410 TPR
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Rysunek 6.14. Profile wskaznikow oceny Kklasyfikacji zarejestrowane podczas zmiany parametru
odpowiadajacego analizie lepkosci.
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Na Rysunku 6.14 obserwuje si¢ pomijalne zmiany w wartosci wskaznika ocenionych
probek ze zbioru treningowego (ASRmin = 94,35%; ASRmax = 94,67%). W zwiazku z tym, ze
w tescie T450 probki z klasy negatywnej (Sciek) zostalty w wiekszej liczbie poprawnie
zaklasyfikowane, to wspotczynniki korelacji (zbalansowana metryka) zmienit si¢ zauwazalnie
Z MCCwmin = 0,8488 do MCCmax = 0,8672.

6.3.4. Analiza stezenia procentowego nadtlenku wodoru

Nadtlenek wodoru jest substancjg aktywng uzywang w czeS$ci produktow. Wartosé
0znaczonego ste¢zenia jest krytycznym parametrem decydujacym o przydatnosci produktu.
Podczas testowania modyfikacji tego argumentu algorytmu nie zaobserwowano znaczacych
zmian wskaznikow oceny jako$ci klasyfikacji (Rysunek 6.15). Otrzymana minimalna
doktadnos$¢ wynosita ACCwmin = 99,19%, a maksymalna ACCmax = 99,23%. Oznacza to, ze
wariant charakteryzujacy si¢ najwigksza doktadnoscig sklasyfikowat poprawnie 3 probki
wiecej. MCC
(MCCwmin = 0,8651; MCCmax = 0,8717), wigzalo si¢ to z lepsza klasyfikacjg probek

Odpowiednio  wspotczynnik  korelacji zmienit si¢  zauwazalnie
negatywnych (FP zmalato o 2). Tabela 6.7 zawiera zestawienie testow, dla ktorych wskazniki
osiggnety maksimum. Warte odnotowania jest to, ze dla testu T825 (600 przedziatow

dyskretnych) wszystkie kluczowe metryki osiggnety maksimum.

1,00

Tabela 6.7. Zestawienie testow, w ktorych

W2
or,OfI’ wspotczynnik osiggnat maksimum — zmiana
0.80 T221 57 parametru stezenia proc. nadtlenku wodoru.
T484 7 - “
r 0,60 ’ Numer Zmaksymalizowany  Wartos¢
& T825,/ testu wspolczynnik nastawy
0.40 ot T825 ACC 600
020 | 7825 MCC 600
0.00 T484 ASR 0
'8 8 2 8 8 8 T484 TPR 0
o o o o o —
FPR T825 TNR=(1-FPR) 600
T221 5

Rysunek  6.15.

Uktad wspotrzednych
TPR-FPR — wyniki ewaluacji modyfikacji
parametru stgzenia proc. nadtlenku wodoru.
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Profile wskaznikow oceny algorytmu przedstawione na Rysunku 6.16 charakteryzuja si¢
stabilng wartos$cig dla wszystkich wariantow modyfikacji. Parametr oceniajacy jaka czgsc¢
probek ze zbioru treningowego zostata oceniona osiggna najnizsza wartos¢ ASRmin = 93,78%

(T484). W tescie T484 zaobserwowano ASRmax = 94,58%.
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Rysunek 6.16 Profile wskaznikow oceny klasyfikacji zarejestrowane podczas zmiany parametru
odpowiadajacego analizie stgzenia procentowego nadtlenku wodoru.

6.3.5. Analiza stezenia wolnego chloru

W produktach dezynfekujacych wykorzystuje si¢ zwiazki chloru (podchloryn sodu).
Rutynowo wykonuje si¢ analize miareczkowa tzw. wolnego chloru, czyli takiego, ktory jest
zdolny do dziatania i moze natychmiast spowodowac utlenianie niepozadanych substancji. Jest
to analiza krytyczna dla oceny produktu, poniewaz wykazuje ona zgodno$¢ ze specyfikacija
zawarto$ci substancji czynnej. Modyfikacja parametru algorytmu odpowiadajgca analizie
chloru wykazata niska wptyw na doktadnos¢ oceny klasyfikacji. Nie zaobserwowano istotnej
zmiany parametrow TPR oraz FPR (Rysunek 6.17). Dla testu, z wylaczonym parametrem
otrzymano najnizszag warto§¢ ACCmin = 99,17%. Najwyzsza dokladno$¢ wyniosta
ACCwmax = 99,26%. Wynika z tego, ze optymalna liczba pozioméw dyskretnych poprawila
skuteczno$¢ klasyfikacji o 7 poprawnych oznaczen. Zauwazalne jest to, ze dla jednego wariantu

maksimum osiggnety 3 wskazniki ACC, MCC oraz TPR (Tabela 6.8).
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100 —e Ky Tabela 6.8. Zestawienie testow, w ktorych
T221 o’ wspotczynnik osi 1 maksi —zmi
> y agnat maksimum — zmiana
0,80 T550 \}o’ parametru st¢zenia proc. wolnego chloru.
T836 7
x 0,60 1543 ¢ Numer Zmaksymalizowany  Wartos¢
ID—_ ’/ testu wspélczynnik nastawy
0.40 ot T836 ACC 46
020 | 7836 MCC 46
U4
/’ T543 ASR 0
0,00
8 & 8 8 &8 8 T836 TPR 46
=) o =} =) o —
FPR T550 TNR=(1-FPR) 7
T221 5

Rysunek 6.17. Uklad wspotrzednych
TPR-FPR — wyniki ewaluacji modyfikacji
parametru stezenia proc. wolnego chloru.

Na Rysunku 6.18 obserwuje si¢ staly poziom wartosci wskaznikow w domenie liczby
przedziatow dyskretnych. Wszystkie maksima metryk osiagnigto dla wartosci liczby poziomow
mniejszej od 50. Wskaznik korelacji zmieniat si¢ od MCCwmin = 0,8612 do MCCmax = 0,8757.
Rowniez zaobserwowano niska zaleznos¢ pomigdzy modyfikacja parametru, a mozliwoscia

przypisania klasy przez algorytm (ASRwmin = 93,76%; ASRmax = 94,63%).
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Rysunek 6.18 Profile wskaznikow oceny klasyfikacji zarejestrowane podczas zmiany parametru
odpowiadajacego analizie st¢zenia procentowego wolnego chloru.
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6.3.6. Analiza suchej pozostalosci

Analiza suchej pozostalosci to warto§¢ masy pozostalej po odparowaniu
rozpuszczalnikow w temperaturze 105°C. Wynikiem analizy jest procentowa warto$é
stanowigca stosunek masy pozostatej po suszeniu do masy pierwotnej probki. Rowniez w tym
przypadku nie jest obserwowana silna zalezno$¢ pomiedzy liczba pozioméw dyskretnych,
a wskaznikami TPR oraz FPR (Rysunek 6.19). W Tabeli 6.9 z testami, dla ktorych kluczowe
wspoétczynniki  osiggnely wartosci maksymalne, obserwuje si¢, ze dla niskiej liczby

przedzialow osiggane sg maksima — najwyzsza warto$¢ nastawy to 1500 (Tabela 5.4).

1,00 —e W Tabela 6.9. Zestawienie testow, w ktorych
o’ wspotczynnik osiggnat maksimum — zmiana
0,80 S5’
’ T221 %7 parametru analizy suchej pozostatosci.
T620 ,7
¥ 0,60 T607 ,7 Numer Zmaksymalizowany  Warto$é
o T639 /’ testu wspoélezynnik nastawy
0,40 Tedze T642 ACC 34
020 | 7 T642 MCC 34
4
/”’ T607 ASR 0
0,00
S & ¢ 8 8 8 T620 TPR 13
o o o o o —
FPR T639 TNR=(1-FPR) 31
T221 5

Rysunek 6.19. Uklad wspotrzgdnych
TPR-FPR — wyniki ewaluacji modyfikacji
parametru analizy suchej pozostatosci.

W przedstawionych profilach wskaznikéw (Rysunek 6.20), obserwowany jest spadek
wartosci FPR. Wzgledem najnizszej wartos¢ FPR rownej 11,26% (T607) optymalizacje
pozwolily o obnizenie wartosci wspotczynnika o 1,35 punktu procentowego. Wersja testu
o najmniejszej doktadnosci (ACCwmin = 99,20%) ocenila blednie 58 probek (T612), zas ta
o najwyzszej ocenie (ACCmax = 99,25%) 55 pozycji (T642). Na Rysunku 6.20 przedstawiono
profile wspotczynnikoéw. Dla niskich warto$ci nastaw (mniejszych od 15) obserwowano spadek
wartosci FPR oraz wzrost wspotczynnika korelacji (MCCwmin = 0,8651; MCCmax = 0,8749).
Zmiany w warto$ciach bezwzglednych probek TP oraz FP sa pomijalne — rdznica pomigdzy

minimum i maksimum nie przekracza 2.
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Rysunek 6.20. Profile wskaznikéw oceny klasyfikacji zarejestrowane podczas zmiany parametru
odpowiadajacego analizie suchej pozostatosci.

6.3.7. Parametry dyskretne — cechy partii produktu

Kazdej probce przypisano parametry, ktdre nie stanowity jej bezposrednich parametrow,
tylko charakteryzowaty parti¢ potproduktu. Zgodnie z Tabela 5.1 byly to: rodzaj (proces,
z ktorego pochodzi wyrdb), typ (definicja zgodnosci), instalacja (miejsce wytworzenia).
Parametry te testowano kombinatorycznie w ramach jednej grupy (Tabela 6.10).
Na Rysunku 6.21 obserwuje si¢ wplyw nastaw na wartos§¢ wspotczynnika FPR.
Zaobserwowano, ze dla wszystkich testow, ktore nie uwzgledniaty instalacji (T675, T678,
T674, T676) otrzymano najnizsze oceny jakosci algorytmu (nizsze wartosci MCC, ACC, TPR
oraz wyzsze wartosci FPR) — Rysunek 6.22. Wskaznik probek fatszywie pozytywnych zmieniat
si¢ od FPRmin = 11,71% (T679) do FPRmax = 16,59% (T674). Odzwierciedlito si¢ to rowniez
w warto$ciach wspotczynnika korelacji (MCCuin = 0,8328; MCCmax = 0,8651).
Nie zanotowano znaczacego wplywu na ogdlng doktadnos¢ klasyfikacji (ACCwmin = 99,03%);
ACCmax = 99,20%) oraz na wskaznik liczby probek prawdziwie pozytywnych
(TPRmin = 99,51%; TPRmax = 99,55%).
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Rysunek 6.21. Uklad wspotrzednych
TPR-FPR — wyniki ewaluacji modyfikacji
parametrow dyskretnych, ktore stanowity
cechy partii potproduktu.

Doktadnie takie same wartosci wszystkich metryk otrzymano dla ogélnego punktu odniesienia

Tabela 6.10. Kombinatoryczna matryca
testow parametréw  dyskretnych, ktore

stanowily cechy partii potproduktu.

Né;'ﬁ " Rodzaj Typ Instalacja
T679 Tak Nie Tak
1221 Tak Tak Tak
T680 Nie Tak Tak
T677 Nie Nie Tak
T675 Tak Nie Nie
T678 Tak Tak Nie
T674 Nie Nie Nie
T676 Nie Tak Nie

(T221) oraz dla wariantu testu, ktory nie uwzgledniat typu pétproduktu (T679).

1,00 ) = 2 z = = - -
0,80
\ / T674 /
= T221 T675
= 0,60
£ MCC  ®ACC
5 ASR TPR
‘—é_ 0,40 T679 ® FPR
7]
=
0,20
[ ] [ ] u u . . - -
0,00

T679 T221 T680

T677 T675 T678 T674

Numer testu

Rysunek 6.22. Profile wskaznikow oceny klasyfikacji zarejestrowane podczas zmiany parametréw

dyskretnych, ktore stanowity cechy partii pétproduktu.
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6.3.8. Parametry dyskretne — poréwnanie produktu ze wzorcem

Laboratorium kontroli jakosci w ramach analizy fizykochemicznych weryfikowato, czy
produkt jest zgodny ze wzorcem. Analizie poddawane byty 3 parametry: kolor, zapach
I wyglad. Kazdy parametr mogt zostaé oznaczony jako zgodny lub niezgodny ze standardem.
W ramach badan optymalizacyjnych algorytmu klasyfikacji parametry te byly testowane
tacznie w sposob kombinatoryczny (Tabela 6.11). Wyniki wskaznikéw TPR oraz FPR
przedstawiono na Rysunku 6.23. Widoczny jest znikomy wplyw na warto$¢ wskaznika probek
prawdziwie pozytywnych (TPRmin = 99,54%; TPRmax = 99,76%). Natomiast metryka
oceniajaca liczbg klasyfikacji falszywie pozytywnych zmienia si¢ znaczaco wraz z wersjami
testow (FPRmin = 11,71%; FPRmax = 27,03%). Najlepsze odpowiedzi uzyskano dla testu, ktory
nie uwzgledniat jedynie zapachu (T671) oraz dla wariantu uwzgledniajacego wszystkie

analizy (T221 — punkt odniesienia).

1,00 —oene

% Tabela 6.11. Kombinatoryczna matryca
0,80 TE5G \9:,0’/ testow parametréow  dyskretnych, ktore
T668 ’/ odpowiadaty analizom sensorycznym.
0,60 z
x ' T221/’ Numer
& 040 T67;/ testu Kolor Wyglad Zapach
! U4
/’ T671  Tak Tak Nie
0,20 /7
e T221 Tak Tak Tak
U4
000 =————"—"—"""—"—2 T667 Tak Nie Nie
o N <t O [e] o
S o o o o d T670 Tak Nie Tak
FPR .
T672 Nie Tak Tak
Rysunek 6.23. Uktad wspoétrzednych T669 Nie Tak Nie
TPR-FPR — wyniki ewaluacji modyfikacji T668 Nie Nie Tak

parametréw dyskretnych, ktore odpowiadaty . ) .
T666 Nie Nie Nie

analizom sensorycznym potproduktu.
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Na profilach wskaznikéw przestawionych na Rysunku 6.24 obserwuje si¢ rowniez Silnie
zmieniajacg si¢ warto$¢ wspotczynnika korelacji (MCCmin = 0,8076; MCCmax = 0,8731).
Doktadno$¢ osiggneta swoje maksimum dla testu T671 (ACCmax = 99,25%), za$ najmniejszg jej

warto$¢ uzyskano dla testu, ktory nie uwzgledniat zadnego parametru (ACCmin = 98,95%).

1,00 = o = = » Z 5 o
0,80
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Numer testu

Rysunek 6.24. Profile wskaznikéw oceny klasyfikacji zarejestrowane podczas zmiany parametrow
dyskretnych, ktore odpowiadaty analizom sensorycznym pétproduktu.

6.4. Porownanie testow modyfikacji jednego parametru

Grupy testow opisane w rozdziatach 6.2 oraz 6.3 polegaly na iteracyjnej zmianie badanego
parametru (grupy kombinatorycznej), podczas gdy pozostate argumenty nie ulegaty
modyfikacjom — przyjmowaty warto$¢ ustalong jako punk odniesienia (opisany
w Rozdziale 6.1). Kryterium sukcesu zostato oparte o wskaznik doktadnosci (Rozdziat 5.2.6).
W ramach przeprowadzonych testow zaobserwowano jednak, ze zbidér danych jest
niewystarczajaco zbalansowany. Tak wigc niedoktadnos¢ w klasie negatywnej jest maskowana
przez wysoka doktadno$¢ liczniejszej klasy pozytywnej. Postanowiono wigc do dalszych badan
optymalizacyjnych wytypowa¢ dwodch kandydatow z kazdej grupy testow. Zgodnie
Z pierwotnymi zatozeniami, pierwszym z nich jest ten wariant, ktory osiagnat maksymalna
warto$¢ doktadnosci (ACCwmax). Drugim testem dotgczonym do matrycy badan byt ten, ktory
osiggnat maksymalng warto$¢ wspotczynnika korelacji Matthewsa (MCCmax). Ten ostatni jest

miarg zbalansowang, a wigc jest czuly na doktadnos¢ w kazdej z klas — niweluje problem
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wynikajacy z réznej ich licznosci. Ponizej w Tabeli 6.12 przedstawiono warto$ci wskaznikow

oceny algorytmu dla przyjetego punktu odniesienia (T221).

Tabela 6.12. Wartosci wskaznikow oceny ewaluacji dla ogoélnego punktu odniesienia (T221).

Testowany wariant Nt‘;::lfr MCC ACC ASR TP TN FP FN
Ogo6lny punkt odniesienia T221 0,8651 99,20% 9457% 7090 196 26 33

W Tabeli 6.13 zestawione zostaty badane nastawy algorytmu. W ramach kazdej kategorii
przedstawiono test (kolumna druga), ktory uzyskal w ramach iteracyjnych badan najwyzsza
warto$¢ doktadnosci (ACC) — w czwartej kolumnie przytoczono warto$¢ liczbows. Nie jest to
najwyzsza warto$¢ dla populacji wszystkich przeprowadzonych testow, tylko lokalne maksimum
dla badanej kategorii. W pozostatych kolumnach przytoczono warto$ci wspotczynnika korelacji
(MCC) oraz zdolnosci przypisania klasy (ASR). Przestawione zostaty rowniez wartosci kategorii
zgodnie z tablicg pomytek (TP, TN, FP, FN). Przygotowana zostata réwniez analogiczna
Tabela 6.14 w ramach rozbudowania zakresu badan o wskaznik zbalansowany. Zawarto w niej
testy, ktore dla danej kategorii osiggnety lokalne maksimum wspotczynnika korelacji Matthewsa
(MCC). Poréwnanie warto$ci z obu tabel pokazuje, ze jedynie parametr odpowiadajacy analizie
gestosci nie uzyskat wartosci maksymalnych ACC oraz MCC w tym samym wariancie testu.
Okazato si¢ wige, ze pomimo duzego niezbalansowania liczebnosci klas, kryterium sukcesu
oparte na dokladnosci klasyfikacji uzna¢ mozna za prawidlowo zdefiniowane. Dane
w Tabeli 6.13 uszeregowane sa malejaco wzglgdem ACC, zas w Tabeli 6.14 wzgledem MCC.
Zauwazalny  jest znacznie wigkszy rozrzut wynikow  wspotczynnika  korelacji
(MCCmin = 0,8651; MCCmax = 0,9527) niz dokladnosci (ACCuin = 99,72%);
ACCnax = 99,20%). Ze wzgledow prowadzenia badan optymalizacyjnych obie metryki mozna
uzna¢ za tak samo wartoSciowe. Dodatkowo jednak MCC wskazuje, ktore parametry miaty

najwigkszy wptyw na poprawe skutecznos$ci klasyfikacji.
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Tabela 6.13. Zestawienie testow wynikow ewaluacji parametrow, dla ktorych warto$é wspotczynnika

doktadnosci (ACC) osiggneta maksimum.

Testowany parametr '\'t‘;;?lfr MCC ACC ASR TP TN FP FN
Analiza pH T726 0,9527 99,72% 91,97% 6915 208 10 10
Analiza gestosci T751 0,9016 99,43% 94,35% 7087 199 23 19
Analiza stgzenia wolnego T836 0,8757 99,26% 94,30% 7073 197 25 29
Parametry dyskretne —

porownanie ze wzorcem T671 0,8731 99,25% 9457% 7094 196 26 29
produktu

Analiza suchej pozostatosci T642 0,8749 99,25% 9452% 7087 199 23 32
Maksymalna ogolna liczba

probek uwzgledniana do T238 10,8716 99,23% 95,75% 7180 200 23 34
obliczen

Analiza stgzenia procentowego  rgos 8717 9923% 9379% 7032 197 24 32
nadtlenku wodoru

Analiza lepkosci T450 0,8672 99,21% 94,44% 7081 196 25 33
Wymagana minimalna ogélna  ygq4 6713 992006 9538% 7141 208 26 33
liczba probek

Wymagana minimalna liczba

probek z klasy pozytywnej T221 0,8651 99,20% 94,57% 7090 196 26 33
(Zawrdcic)

Dyskretne parametry algorytmu ~ T221 0,8651 99,20% 94,57% 7090 196 26 33
Parametry dyskretne —cechy  1g79 08651 9920% 94,57% 7090 196 26 33
partii produktu

Wymagana minimalna liczba

probek z klasy pozytywnej T221 0,8651 99,20% 94,57% 7090 196 26 33

(Sciek)
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Tabela 6.14. Zestawienie testow wynikow ewaluacji parametrow, dla ktorych wartos¢ wspotczynnika
korelacji Matthewsa (MCC) osiagneta maksimum.

Testowany parametr I\!(:;?l?r MCC ACC ASR TP TN FP FN
Analiza pH T726 0,9527 99,72% 91,97% 6915 208 10 10
Analiza gestosci T750 0,9016 99,43% 94,31% 7084 199 23 19
Analiza st¢zenia wolnego chloru  T836 0,8757 99,26% 94,30% 7073 197 25 29
Analiza suchej pozostatosci T642 0,8749 99,25% 94,52% 7087 199 23 32
Parametry dyskretne —
poréwnanie ze wzorcem T671 0,8731 99,25% 9457% 7094 196 26 29
produktu
Wymagana minimalna ogolna  g94 8718 99,20% 9538% 7141 208 26 33
liczba probek
Analiza stgzenia procentowego  rgos (8717 9923% 9379% 7032 197 24 32
nadtlenku wodoru
Maksymalna ogdlna liczba
probek uwzgledniana do T238 0,8716 99,23% 95,75% 7180 200 23 34
obliczen
Analiza lepkosci T450 0,8672 99,21% 94,44% 7081 196 25 33
Wymagana minimalna liczba
probek z klasy pozytywnej T221 0,8651 99,20% 94,57% 7090 196 26 33
(Sciek)

Wymagana minimalna liczba

probek z klasy pozytywnej T221 0,8651 99,20% 94,57% 7090 196 26 33
(Zawrd6ceid)

Dyskretne parametry algorytmu ~ T221 0,8651 99,20% 94,57% 7090 196 26 33
Parametry dyskretne — cechy T679 0,8651 99,20% 9457% 7090 196 26 33

partii produktu
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6.5. Jednoczesna modyfikacja wszystkich parametrow

Zgodnie z planem testow, po fazie optymalizacji kazdego parametru osobno wysterowano
wszystkie parametry jednoczes$nie. Przeprowadzono dwie ewaluacje. Wartosci nastaw
w ustawieniach algorytmu, w pierwszym tescie (T974) pochodzity z wariantow, ktore osiagnety
maksimum lokalne dla wskaznika doktadnos$ci (Tabela 6.13). Drugi test (T975) przyjat wartosci
ustawien z iteracji, ktore uzyskaty najwiekszg wartos¢ wspotczynnika korelacji (Tabela 6.14).
Na Rysunku 6.25 zestawiono wyniki osiggnietych wartoéci TPR oraz FPR dla

przeprowadzonych badan oraz ogolnego punktu odniesienia (T221).
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Rysunek 6.25. Uktad wspotrzednych TPR-FPR — wyniki ewaluacji modyfikacji wszystkich
parametrow jednoczesnie, wykorzystujac wyniki uzyskane z pojedynczych ewaluacji.

Wyniki zaprezentowane na Rysunku 6.25 wskazuja na znaczacg popraweg jakosSci
klasyfikacji narzgdzia wzglgdem ogdlnego punktu odniesienia. Na plaszczyznie TPR-FPR dla
obu ewaluacji wspotczynniki przyjety wartosci bliskie klasyfikatorowi idealnemu (TPR = 100%;
FPR = 0%). Wartosci liczbowe metryk przestawiono w Tabeli 6.15. Istotne jest to, ze kazda
warto$¢ uzyskata lepsze wartosci wzgledem punktu odniesienia. Liczba probek
zaklasyfikowanych poprawnie (TP, TN) wzrosta, za$ liczba ocen falszywych (FP, FN) zmalata.
Wspotczynnik korelacji wzrost znaczaco. Wyniklo to z poprawy oznaczen w klasie negatywne;j
(Sciek), ktora byla grupa mniej liczna. Warto$¢ doktadnosci rowniez wzrosta, jednak poprawa
nie jest tak znaczaca, poniewaz obserwowany jest efekt maskowania majacy swoje zrdédto
w roznej licznosci klas. Réznica pomigdzy wariantem T974 oraz T975 jest pomijalna — ten drugi

oznaczyt jedng proébke mniej ze zbioru treningowego.
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Tabela 6.15. Wyniki ewaluacji modyfikacji wszystkich parametrow jednoczes$nie, wykorzystujac
wyniki uzyskane z pojedynczych ewaluaciji.

Numer

Testowany wariant testy MCC ACC ASR TP TN FP FN
Ogo6lny punkt odniesienia T221 0,8651 99,20% 94,57% 7090 196 26 33
Nastawy dla maksymalnej T974 0,9758 99,85% 95,64% 7188 229 4 7
doktadnosci (ACC) ’ ' '

Nastawy dla maksymalnego
wspotczynnika korelacji T975 0,9758 99,85% 95,62% 7187 229 4 7
Matthewsa (MCC)

6.6. Ograniczenie kosztochlonnych analiz fizykochemicznych

Analizy kosztochtonne to te, do ktorych wykonania zuzywane sg odczynniki lub materiaty
jednorazowe. Badania sensoryczne polegajace na pordéwnaniu probki ze wzorcem (kolor,
wyglad, zapach) nie wymagaja zadnych srodkéw zuzywalnych. Analizy pH, gestosci oraz
lepko$ci wykonywane sa z wykorzystywaniem aparatury badawczej, ktdra poza utrzymaniem
sprzetu nie generuje kosztow proporcjonalnych do liczby analiz. Oznaczanie stgzen metodami
miareczkowymi (wolnego chloru, nadtlenku wodoru) wymaga uzywania drogich odczynnikow,
ktore charakteryzujg si¢ odpowiednig czystoscig (np. CZDA) oraz posiadaja certyfikaty jakosci.
Wyznaczanie suchej pozostalo$ci wymaga stosowania jednorazowych szalek aluminiowych oraz
saczkow. Nie bez znaczenia pozostaje zuzycie energii — rozpuszczalniki musza by¢ odparowane
w odpowiednio krotkim czasie. Tak wigc, trzy ostatnie procedury laboratoryjne (analizy
miareczkowe oraz oznaczanie suchej pozostatosci) zostaty wskazane jako kosztochtonne.

Wariantem, ktory charakteryzuje si¢ najwigksza redukcja kosztow jest ten, ktory w ocenie
klasyfikacji nie wymaga, zadnej ze wskazanych analiz. Postanowiono jednak przetestowa¢ kazda
mozliwos¢. Analogicznie do grup dyskretnych, stworzono matryce kombinatoryczng
(Tabela 6.16 — patrz strona 109), ktora uwzglednia wszystkie 8 mozliwosci. Warto$ci aktywnych
parametrOw wskazano na te, dla ktdrych zanotowano najwyzsza warto$¢ wspotczynnika
korelacji, zgodnie z zestawieniem zawartym w Tabeli 6.14. Wyniki ewaluacji przedstawione
zostaly na Rysunku 6.26. Naniesiony zostal rowniez punkt odniesienia (T221) oraz wariant

Z modyfikacji wszystkich parametrow jednoczesnie (T975).
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Rysunek 6.26. Uktad wspotrzednych TPR-FPR — wyniki ewaluacji modyfikacji uzycia parametrow

analiz kosztochtonnych.

Zauwazane jest silne zgrupowanie punktéw testowych (Rysunek 6.26), tak wigc wpltyw
uzycia parametrow analiz kosztochtonnych na jako$¢ klasyfikacji byt znikomy. Najmniejsza
warto$¢ doktadno$ci zanotowano, gdy jedynie analiza wolnego chloru byta aktywna (T977,
ACCwmin = 99,81%), za$ najwicksza dla wariantu uwzgledniajacego tylko parametr suchej
pozostatosci (T979, ACCmax = 99,85%). Dla kazdej wersji testu zaobserwowano wysokie
wartosci MCC, ACC, ASR, TPR (Rysunek 6.27). Istotna jest wysoka warto$¢ oraz mata
zmienno$¢ wspétczynnika korelacji (MCCmin = 0,9693; MCCmax = 0,9758). Analogicznie
wskaznik oznaczen falszywie pozytywnych pozostat na niskim poziomie (FPRmin = 1,72%;

FPRmax = 2,15%). Nalezy zaznaczy¢, ze warianty, ktore nie uwzgledniaty parametru analizy
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suchej pozostatosci uzyskaty wartosci FPR wyzsze (gorsze) niz test referencyjny (T975).
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Rysunek 6.27. Profile wskaznikéw oceny klasyfikacji zarejestrowane podczas modyfikacji uzycia

parametrow analiz kosztochtonnych.

Numer testu
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Tabela 6.16. Kombinatoryczna matryca testow uzycia parametrow odpowiadajacych analizom

kosztochtonnych, wyniki ich ewaluacji oraz warianty porownawcze T975 i T221.

X 2
E 2 % S % £ E 3 S & o z a =z
28 26 § 3§ = < < B - v

Z 2
T979  Nie  Nie ~ Tak 09758 99,85% 9584% 7204 229 4 7
T981 Tak Nie  Tak 09758 99,85% 9582% 7202 229 4 7
T983  Nie Tak Tak 09758 99,85% 9565% 7189 229 4 7
T984 Tak Tak Tak 09758 99,85% 9562% 7187 229 4 7
T978  Nie Tak  Nie 09714 99,83% 9565% 7188 228 5 8
T980 Tak Tak Nie 09714 99,82% 9562% 7186 228 5 8
T976 ~ Nie  Nie ~ Nie 09693 99,81% 9584% 7202 228 5 9
T977 Tak Nie  Nie 09693 99,81% 9582% 7200 228 5 9
T975 Tak Tak Tak 09758 99,85% 9562% 7187 229 4 7
T221 Tak Tak Tak 08651 99,20% 94,57% 7090 196 26 33
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6.7. Podsumowanie trenowania algorytmu

Na Rysunku 6.28 naniesiono wszystkie punkty testowe jakie otrzymano w trakcie badan

optymalizacyjnych parametrow sterujacych algorytmem.
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Rysunek 6.28. Uktad wspotrzgdnych TPR-FPR — wyniki wszystkich przeprowadzonych ewaluacji
algorytmu klasyfikacji.

Zauwazalne jest to, ze modyfikacje parametrow gtéwnie dawata odpowiedZ w postaci
zmiany warto$ci wskaznika probek fatszywie pozytywnych (FPR). Wptyw modyfikacji nastaw
obserwowano w obu kierunkach wzgledem punktu odniesienia. Uzyskano wyniki znacznie

lepsze (T979, Tabela 6.17) oraz znacznie gorsze (T227, Tabela 6.3).

W Tabeli 6.17 zestawione zostaly warianty testow, ktore stanowig wynik badan ewaluacji
nastaw algorytmu (trenowania modelu uczenia maszynowego). Wytypowane zostaly trzy testy,
ktore uzyskaty najlepsze warto$ci wskaznikdw oceny jakosci klasyfikacji, czwarty test to ogdlny
punkt odniesienia. W kazdym przypadku optymalnego wysterowania obserwowane byty lepsze
warto$ci wspotczynnikow wzgledem punktu odniesienia. Istotnym jest fakt, ze suma oznaczen
fatszywych (FP + FN) byla taka sama w kazdym przypadku. Liczba prébek prawdziwie
negatywnych (TN) rowniez nie ulegala zmianie. Natomiast zanotowano zmiany w liczno$ci
oznaczen prawdziwie pozytywnych — maksimum zostato osiagniete dla test T979.

Warianty testow, ktore byly jednoczesnym wysterowaniem wszystkich parametrow
algorytmu (Tabela 6.15) oraz te iteracje, ktore badano w ramach redukcji analiz kosztochtonnych
(Tabela 6.16) uzyskaly lepsze wartosci metryk oceny klasyfikacji niz obserwowano

w pojedynczych modyfikacjach parametrow (Tabela 6.13).
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Tabela 6.17. Podsumowanie ewaluacji modyfikacji parametrow algorytmu.

Testowany parametr '\'t‘;;‘jr MCC ACC ASR TP TN FP FN
Ogblny punkt odniesienia T221 08651 99,20% 94,57% 7090 196 26 33

Nastawy dla maksymalnej

0 0
doktadnosci (ACC) T974 0,9758 99,85% 95,64% 7188 229 4 7

Nastawy dla maksymalnego
wspotczynnika korelacji T975 0,9758 99,85% 95,62% 7187 229 4 7
Matthewsa (MCC)

Nastawy optymalne bez

: T979 0,9758 99,85% 95,84% 7204 229 4 7
analiz kosztochtonnych
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7. Dyskusja wynikow

W pracy doktorskiej podjete zostaly trzy zagadnienia dotyczace stosowania narzgdzi
statystycznych w analizach jako$ciowych (obszary produkcyjne) w przemysle chemicznym.
Dotyczyly one mozliwosci wykorzystania w badaniach dostgpnego sprzgtu oraz
oprogramowania biurowego, oceny czy zbudowany algorytm klasyfikacyjny uzyska doktadnos¢
lepsza niz losowa oraz czy istnieje potencjal wdrozeniowy opracowanego narz¢dzia. Ponizsza

cze$¢ rozprawy poswigcono dyskusji otrzymanych wynikow.

Limity liczby probek uwzglednianych w obliczeniach algorytmu klasyfikacji

Parametr ograniczajacy liczbe probek, ktora byta pobierana w celu dokonania klasyfikacji
posiada charakterystyke (Rysunek 6.2), ktora wskazuje, ze im wigksza liczebno$¢ populacji, tym
doktadnos¢ oceny jest lepsza. W omawianych wynikach ujawniato si¢ to poprzez malejacy
wspotczynnik oznaczen falszywie pozytywnych (wskaznik FPR). Osiggany byt poziom
minimum, po ktorym zwigkszenie limitu nie owocowata lepszg doktadnoscig. Zauwazalny jest
negatywny wptyw limitu minimalnych liczebnosci probek na jakos¢ klasyfikacji (Rysunek 6.3,
Rysunek 6.4, Rysunek 6.5). Model testowania uwzglgdniat stato§¢ maksymalnej ogolnej liczby
probek. Tak wiec w przypadku zwigkszania dolnego limitu, liczba probek uwzgledniona
w klasyfikacji malata. Matryca testow powinna zawiera¢ warianty modyfikujace minimalng
i maksymalng liczbe probek jednoczesnie. W przypadku sterowania parametrami oddzielnie dla
kazdej z klas zaburzana byta pierwotna proporcja pomigdzy nimi. Ponadto ze wzglgdu na mala
liczno$¢ klasy negatywnej, nawet niska warto$§¢ limitu powodowata drastyczny spadek
w mozliwosci przypisania klasy do analizowanej probki (wskaznik ASR, Rysunek 6.5).
Tak wigc jedynie parametr ograniczajacy ogolng liczbe pozwalat na sterowanie

jakoscig algorytmu (Rysunek 6.1).
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Dyskretne parametry algorytmu

W kombinatorycznym testowaniu parametréw dyskretnych algorytmu (Rysunek 6.8)
zauwazalny jest gtbwnie negatywny wptyw zastosowania korekcji braku wystgpien obserwacji
(tzw. wygladzenie Laplace’a). W opracowane] aplikacji nie ma mozliwosci sterowania
zmiennymi w procesie korekcji — jedynie uzycie jej badz nie. Tak wigc w analizowanym
wdrozeniu najprostsza metoda wygtadzenia Laplace’a (inkrementacja licznika oraz mianownika
o jeden) nie przyniosta pozadanych efektow zwiekszenia doktadnosci klasyfikacji. Uzasadnione
wydaje si¢ by¢ rowniez postulowanie, ze prawdopodobienstwa czgstkowe sg istotne na tyle, ze
probna korekcji ich przynosi efekt negatywny. Niemniej jednak, zaobserwowano pozytywny
wplyw wylaczenia ze zbioru treningowego probek, ktére zostaly ocenione warunkowo jako
pozytywne (zawieraly zalecenia). Zmiana sposobu dyskretyzacji na ten oparty o odchylenie
standardowe nie przynidst widocznych zmian w warto$ciach metryk oceniajacych algorytm. Tak
wigc sposob podziatu zakresu wartosci rzeczywistych na rowne przedzialy okazal sig

satysfakcjonujacy, a co istotne wymaga on mniej operacji matematycznych.

Analizy pH, gestosci oraz lepkosci

Trzy analizy fizykochemiczne, ktore zostaly uznane za nie generujace kosztow —
obcigzenie budzetu laboratorium nie zalezy od liczby zanalizowanych probek. W kwestii
optymalizacji algorytmu szczegélnie zauwazalny jest wptyw dyskretyzacji wynikow pH na
jakos¢ oceny klasy negatywnej (Rysunek 6.9). Optymalna nastawa obnizyla wartosé¢
wspolczynnika liczby probek fatszywie pozytywnych o ponad 7 punktow procentowych
wzgledem punktu odniesienia. Parametry odpowiadajace analizom gestosci (Rysunek 6.11) oraz
lepkosci (Rysunek 6.12) rowniez wptywaty na polepszenie tego wskaznika, lecz juz nie w tak
znacznym stopniu, odpowiednio o 1,35 pp. oraz 0 0,4 pp. Sugeruje to, ze pH jest parametrem
kluczowym, ktory wskazuje na przydatnos¢ partii do dalszej produkcji. O ile istotnosci
pozostatych dwoch analiz, na bazie przeprowadzonych testow, nie mozna wykluczy¢, o tyle
wplyw zmiany dyskretyzacji ich warto$ci jest mniej zauwazalny. W przypadku pH oraz gestosci
obserwowano wysokie warto$ci nastaw w wariantach optymalnych (powyzej 500). Wazny jest
rowniez fakt, ze w grupie tych parametrow, w zadnym wariancie dyskretyzacji wynikéw
oznaczenia lepkosci, wartos¢ wspotczynnika korelacji nie wzrosta znaczaco wzglgdem punktu

odniesienia (Tabela 6.13, Tabela 6.14).
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Analizy stezenia wolnego chloru, stezenia nadtlenku wodoru, suchej pozostatosci

Kazda ze wskazanych analiz jest specyficzna dla jednego z trzech typdéw produktdw.
Wewnetrzne specyfikacje okreslajg te badania jako krytyczne dla dopuszczenia produktu do
sprzedazy. Ponadto, na potrzeby niniejszych badan, zostaty one wytypowane jako kosztochtonne
— redukcja liczby analiz zmniejszy koszty funkcjonowania laboratorium fizykochemicznego.
Cecha wspdlng dla optymalizacji tych parametrow byla mala zalezno$¢ pomiedzy liczba
poziomoéw dyskretnych, a jako$cig klasyfikacji. Zauwazalna roznica pomiedzy punktem
odniesienia, a optymalng nastawa obserwowana byla jedynie w liczbie probek prawdziwie
pozytywnych (Tabela 6.12, Tabela 6.13) — licznos¢ klasy sprawita, ze zmiana wspodtczynnika
doktadnosci nie przekroczyta 0,3 pp. Zmiany wspdtczynnika korelacji rowniez nie wskazaty na
silng korelacj¢ z jakoscia przypisywania klasy, jak to miato miejsce w przypadku analizy pH.

Interesujacym jest fakt, ze niezastosowanie w algorytmie klasyfikacji zadnych wynikéw
z analiz krytycznych nie pogorszyto jakosci klasyfikacji (Tabela 6.16). Na bazie tych obserwacji,
mozliwe jest wnioskowanie, ze pozostate parametry sg wystarczajace do dokonania klasyfikacji.
W fazie koncepcyjnej estymowana byla wysoka istotno$¢ tychze parametrow, poniewaz
stanowily one podstawe do dopuszczenia wyrobu do sprzedazy. Stabilno$¢ produktow na bazie
podchlorynu sodu oraz nadtlenku wodoru zalezy silnie od pH. Tak wigc w opracowanym modelu
statystycznym, najprawdopodobniej zmiany wartos$ci tej analizy sg wrazliwe na tyle, ze mozliwe
jest pominigcie paramentow wyrazajacych stezenia. Natomiast, mozliwe jest, ze analiza suchej
pozostatosci koreluje z analizg gestosci. Gtownymi sktadnikami pozostajacymi po odparowaniu
rozpuszczalnikow s3 surfaktanty oraz chlorek sodu. Optymalny wariant testow
kombinatorycznych przeprowadzonych w celu ograniczenia kosztow badan, zawieral jedynie
analiz¢ suchej pozostalo$ci. Jednak, zmiany w liczbie probek pomigdzy poszczegdlnymi
wariantami sg pomijalne. W przypadku probek oznaczonych prawdziwie (TP, TN) jest to roznica

mniejsza od 15, a w przypadku probek oznaczonych fatszywie (FP, FN) r6znica wynosi 1.

Parametry dyskretne — cechy partii produktu

Najistotniejszym parametrem dyskretnym w kategorii cech partii produktu okazata si¢
informacja o instalacji produkcyjnej (Rysunek 6.21). Park maszynowy zaktadu produkcyjnego
pozwala na wytwarzanie tego samego pOlproduktu na réznych instalacjach. R6znig si¢ one
znaczaco poziomem automatyzacji (np. dozowanie z wykorzystaniem wagi o doktadnosci +2 kg,
dozowanie z wykorzystaniem przeptywomierzy o doktadnosci £150 g), wiekiem oraz rodzajem
armatury. Tak wiec, miejsce wytwarzania moze mie¢ wptyw na dozowanie surowcOw oraz

procesy pomocnicze (np. homogenizacja), a tym samym na parametry jakosciowe wyrobu.
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Parametry dyskretne — porownanie produktu ze wzorcem

W analizach sensorycznych polegajacych na poréwnaniu probki ze wzorcem najmnie;j
istotng okazala si¢ analiza zapachu (Rysunek 6.23). Najlepsze wyniki za$§ uzyskano dla
wariantow, w ktorych jednoczes$nie aktywne byty parametry wygladu i koloru. Aspekt wzglednie
niskiej istotnosci oceny zapachy nalezy ttumaczy¢ bogatym portfolio stosowanych kompozycji
perfumujacych, a tym samym szerokiego spektrum mozliwos$ci korekcji 1 zawrotéw do
produktéw o tej samej bazie surowcowej. Silny pozytywny wptyw potaczenia analizy wygladu
(np. zanieczyszczenia drobinami stalymi, zmetnienie) oraz koloru (ocena jedynie barwy), wynika
z faktu, ze niezgodnos¢ tylko jednego z tych parametrow moze zosta¢ skorygowana. Natomiast
rozbiezno$¢ w obu parametrach oznacza wystgpienie wigcej niz jednego problemu w trakcie
produkcji. Niemniej jednak, wytaczenie wszystkich trzech analiz z obliczen, skutkuje wzrostem

liczby probek falszywie pozytywnych az o 15 punktéw procentowych.

Dziatania optymalizacyjne W obszarze inzynierii chemicznej

Przedstawiona praca badawcza udowodnita, ze dzialania w obszarach laboratoriow
chemicznych moga by¢ optymalizowane z wykorzystaniem metod interdyscyplinarnych.
Analiza potrzeb procesu produkcyjnego (Rozdzial 5.2.1 ,,.Dobor elementu procesu kontroli
jakosci”) oraz dostgpnych narzedzi (Rozdziat 4.3 ,,Metody klasyfikacji binarnej”) pozwolita na
opracowanie nowego rozwigzania, ktore moze zastapic¢ personel laboratorium w podejmowaniu
decyzji — zgodnos$¢ pomiedzy odpowiedzig algorytmu, a decyzjg inzyniera chemika wynosita
nawet 99,85% (Tabela 6.17). Wykazano, ze przedmiot badan optymalizacji dziatan kontroli
jakosci fizykochemicznej nie skupia si¢ wytacznie na procesach chemicznych, a na szerokiej
interdyscyplinarnej analizie potrzeb oraz dostepnych technologii. Opracowane narzedzie

pozwala na optymalizacj¢ kosztow oraz zwigkszenie bezpieczenstwa zatogi produkcyjne;.
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8. Whnioski

Wyniki badan przeprowadzonych w ramach przedstawionej pracy doktorskiej

doprowadzity do licznych wnioskow, ktore przedstawiono w niniejszym rozdziale.

1)

2)

3)

4)

5)

6)

Udowodniony zostat potencjal wdrozeniowy opracowanego algorytmu. Doktadno$¢
przypisania klasy przekroczyta wymagany przez zaklad produkcyjny poziom 95%, przy
zachowaniu kryterium przyznania ocen minimum 80% probek ze zbioru treningowego.
Potwierdzone zostala mozliwos$ciami wykorzystania narzedzi statystycznych w analizach
jakosciowych (cel badawczy pracy doktorskiej), w obszarach produkcyjnych. Doktadnos¢
opracowanego narze¢dzia klasyfikujacego byta wigksza od 50% — a tym samym lepsza od
losowego przypisania klasy. W populacji wszystkich przeprowadzonych testow osiggnigto
najmniejsza doktadnos$¢ na poziomie 97,85%.

Mozliwe jest opracowanie narzedzia wykorzystujacego model uczenia maszynowego,
pracujacego na komputerze osobistym, stworzonego przy uzyciu oprogramowania
biurowego Microsoft Office w celach klasyfikacji probek fizykochemicznych. Zatem do
poczatkowych prac z algorytmami uczenia maszynowego nie s3 konieczne inwestycje
W nowe oprogramowani ani w sprze¢t komputerowy.

Wykazano, ze mozliwosci standardowego oprogramowania biurowego sg wystraczajace do
zaprojektowania oraz zbudowania narzedzia, ktore moze zosta¢ wdrozone zgodnie
Z obowigzujacymi normami mi¢dzynarodowymi oraz branzowymi. Wykorzystanie modelu
analizy ryzyka (FEMA) oraz cyklu ciaglego doskonalenie (PDCA) usprawnia budowanie
koncepcji oraz okreslanie szczegdlowych wymagan dotyczacych przedmiotu wdrozenia.
Przeprowadzone badania potwierdzily, ze algorytm naiwnego klasyfikatora Bayesa
zapewnia wystarczajaca jakos¢ oceny w produkcyjnej kontroli jakosci.

Prace optymalizacyjne wykazaty, ze liczba badan fizykochemicznych moze zosta¢
zredukowana. Tak wigc, narzedzie statystyczne pozwala na zmniejszenie ilosci pracy

inzynierow chemikéw przy ocenie probek produkcyjnych oraz ograniczenie kosztow
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7)

zuzycia materialow i odczynnikéw. Ponadto, ograniczenie kontaktu z odczynnikami moze
zwigkszac¢ bezpieczenstwo personelu laboratoryjnego (np. fenoloftaleina znajduje si¢ na
liscie substancji rakotworczych, zas chloroform ma kategori¢ szkodliwosci na rozrodczosé).
Pomimo faktu, ze liczno$¢ klas w zbiorze treningowym nie byla symetryczna, to nie
zaobserwowano znaczgcej réoznicy w koncowych nastawach algorytmu dobranych na
podstawie doktadno$ci (wskaznika niezbalansowanego) oraz wspodtczynnika korelacji

Matthewsa (wskaznika zbalansowanego).
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12. Zestawienie omawianych testow

Tabela 12.1. Zestawienie testow, ktore bylty omowione w niniejszej pracy.

Ntléggjr Nazwa testu MCC ACC ASR TP TN FP FN
T974  Maksymalne ACC 0,9758 99,85% 95,64% 7188 229 4 7
T975 Maksymalne MCC 0,9758 99,85% 95,62% 7187 229 4 7
T979 Redukcja analiz kosztochtonnych ~ 0,9758  99,85%  95,84% 7204 229 4 7
T981 Redukcja analiz kosztochtonnych ~ 0,9758 99,85% = 95,82% 7202 229 4 7
T983  Redukcja analiz kosztochtonnych ~ 0,9758  99,85% 95,65% 7189 229 4 7
T984 Redukcja analiz kosztochtonnych ~ 0,9758  99,85%  95,62% 7187 229 4 7
T978 Redukcja analiz kosztochtonnych =~ 0,9714  99,83% 95,65% 7188 228 5 8
T980 Redukcja analiz kosztochtonnych ~ 0,9714  99,82%  95,62% 7186 228 5 8
T976 Redukcja analiz kosztochtonnych =~ 0,9693  99,81% 95,84% 7202 228 5 9
T977 Redukcja analiz kosztochtonnych =~ 0,9693  99,81% 95,82% 7200 228 5 9
T726  Analiza pH 0,9527 99,72% 91,97% 6915 208 10 10
T724  Analiza pH 0,9504 99,71% 92,52% 6957 208 10 11
T725  Analiza pH 0,9502 99,71% 92,35% 6945 207 11 10
T751  Analiza ggstosci 0,9016 99,43% 94,35% 7087 199 23 19
T750  Analiza gestosci 0,9016 99,43% 94,31% 7084 199 23 19
T404  Analiza ggstosci 0,8995 9941% 9437% 7088 199 23 20
T394  Analiza gestosci 0,8927 99,37% 94,43% 7090 198 24 22
T836 Analiza wolnego chloru 0,8757 99,26% 94,30% 7073 197 25 29
T642 Analiza suchej pozostatosci 0,8749 99,25% 94,52% 7087 199 23 32
T671 Dyskretne - analizy sensoryczne ~ 0,8731  99,25% 9457% 7094 196 26 29
T639 Analiza suchej pozostatosci 0,8729 99,24% 9450% 7085 199 23 33
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Numer

testu Nazwa testu MCC ACC ASR TP TN FP FEN

Zmiana min. liczby probek

T894 . 0,8718 99,20% 95,38% 7141 208 26 33
ogotem

T825 Analiza nadtlenku wodoru 0,8717 99,23% 93,79% 7032 197 24 32

T550 Analiza wolnego chloru 0,8717 99,24% 94,52% 7088 197 25 31
Zmiana max. liczby probek

T238 , 0,8716 99,23% 95,75% 7180 200 23 34
ogotem

T620 Analiza suchej pozostatosci 0,8697 99,22% 9457% 7091 197 25 32
Zmiana max. liczby probek

T239 . 0,8688 99,21% 96,05% 7199 202 24 35
ogo6tem

T607  Analiza suchej pozostatosci 0,8678 99,21% 9459% 7092 197 25 33

T450  Analiza lepko$ci 0,8672 99,21% 94,44% 7081 196 25 33

7307 ~ ZmMianamin liczby probek 08671 98,83% 6280% 4625 196 24 33
negatywnych

T484  Analiza nadtlenku wodoru 0,8671 99,21% 9458% 7092 196 26 32

T221 Ogolny punkt odniesienia 0,8651 99,20% 9457% 7090 196 26 33

T410  Analiza lepko$ci 0,8651 99,20% 94,57% 7090 196 26 33

T679 Dyskretne - cechy partii 0,8651 99,20% 94,57% 7090 196 26 33

To24 ~ Zmianamax. liczby préobek 08639 9946% 26,10% 1982 34 10 1
ogotem

T543 Analiza wolnego chloru 0,8612 99,17% 9463% 7093 196 26 35

T680 Dyskretne - cechy partii 0,858 99,16% 94,67% 7097 194 28 34

T677 Dyskretne - cechy partii 0,858 99,16% 94,67% 7097 194 28 34

T675 Dyskretne - cechy partii 0,8494 99,12% 95,08% 7130 190 33 32

T678 Dyskretne - cechy partii 0,8494 99,12% 95,08% 7130 190 33 32

T409  Analiza lepkosci 0,8488 99,10% 94,67% 7095 192 30 36

T226 Dyskretne - parametry algorytmu ~ 0,8487 99,10% 94,63% 7092 192 32 34

T667 Dyskretne - analizy sensoryczne ~ 0,8439  99,12% 9457% 7099 181 41 24

T670 Dyskretne - analizy sensoryczne 0,8427 99,09% 9457% 7092 186 36 31

7314  Zmianamin. liczby probek 08423 9412% 066% 37 11 1 2
negatywnych

T672 Dyskretne - analizy sensoryczne ~ 0,8361  99,06% 94,58% 7095 182 40 29
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Numer

testu Nazwa testu MCC ACC ASR TP TN FP FN

T351 ~ Zmiana min. liczby probek 08346 99,23% 6990% 5278 109 19 23
pozytywnych

T925 fg‘g‘;‘ max. liczby probek 08337 9928% 3239% 2455 43 17 1
T674  Dyskretne - cechy partii 0,8328 99,03% 95,31% 7145 186 37 35
T676  Dyskretne - cechy partii 0,8328 99,03% 95,31% 7145 186 37 35
T369 Analiza gestosci 0,8273 98,95% 94,62% 7081 191 31 46
T669 Dyskretne - analizy sensoryczne ~ 0,8255  99,02% 94,58% 7099 175 47 25
T222 Dyskretne - parametry algorytmu ~ 0,8219 98,94% 94,58% 7623 200 31 53
T668 Dyskretne - analizy sensoryczne 0,8217 99,01% 9459% 7102 172 50 23
T228 Dyskretne - parametry algorytmu ~ 0,8207 98,94% 94,64% 7629 199 34 50
T257  Analiza pH 0,8189 98,94% 94,68% 7093 183 40 38
T666 Dyskretne - analizy sensoryczne 0,8076 98,95% 9459% 7108 162 60 17
T224  Dyskretne - parametry algorytmu ~ 0,6302 98,03% 96,05% 7185 128 98 49
T665 Dyskretne - parametry algorytmu ~ 0,6283  98,02% 96,05% 7184 128 98 50
T229 Dyskretne - parametry algorytmu ~ 0,6231  97,99% 96,39% 7757 139 96 66
T227 Dyskretne - parametry algorytmu ~ 0,5902 97,85% 96,39% 7756 129 106 67
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